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摘  要: 针对高斯混合模型（Gaussian Mixture Models, GMM）聚类算法对初始值敏感且容易陷入局部极小值的问题，利

用密度峰值（Density Peaks, DP）算法全局搜索能力强的优势，对 GMM 算法的初始聚类中心进行优化，提出了一种融合密度

峰值的高斯混合模型聚类算法（Clustering algorithm of Gaussian Mixture Models based on Density Peaks, DP-GMMC）。首先，

基于密度峰值算法寻找聚类中心，得到混合模型的初始参数；其次，采用最大期望（Expectation Maximization, EM）算法迭代

估计混合模型的参数；最后，根据贝叶斯后验概率准则实现数据点的聚类。在 Iris 数据集下，DP-GMMC 算法聚类准确率可达

到 96.67%，与传统 GMM 算法相比提高了 33.6%，解决了对初始聚类中心依赖的问题。实验结果表明，DP-GMMC 算法对低

维数据集有较好的聚类效果，对数据的准确聚类具有研究意义。 
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Abstract: To deal with the problem that Gaussian Mixture Models（GMM）clustering algorithm is sensitive to initial value and 

easily fall into local minimum, the advantage of using the Density Peaks (DP) algorithm to have a strong global search capability is 

applied to the GMM algorithm. The initial clustering center was optimized, and a Clustering algorithm of Gaussian Mixture Models 

based on Density Peaks (DP-GMMC) was proposed. Firstly, the clustering center was searched by the density peaks algorithm to obtain 

the initial parameter of mixed model. Then, the Expectation Maximization (EM) algorithm was used to iteratively estimate the 

parameter of the hybrid model. Finally, the data points were clustered according to the Bayesian posterior probability. In the Iris data 

set, the clustering accuracy of the DP-GMMC algorithm could reach 96.67%, compared with the traditional GMM algorithm to solve 

the dependency on the initial clustering center, the accuracy was increased by 33.6%. The experimental results show that DP-GMMC 

algorithm has good clustering effect in low-dimensional datasets, and it is of great significance for accurate clustering of data. 

Keywords: clustering; Gaussian mixture models; Expectation Maximization algorithm; density peaks 

0 引言 

大数据信息处理过程中的关键步骤就是对数据聚类，也

就是将大数据中同类属性对应的关键特征参数进行科学、系

统、准确的挖掘，进而实现对大数据的分析、统计、研究。

当前阶段，我们常见的大数据库、专家系统等均以数据聚类

为依据，然后为广大使用客户提供诊断分析、模式判断等相

关的服务 [1]。查阅大量文献资料，相关研究人员已经将数据

聚类作为数据挖掘的关键与核心方向，经过长期的分析研究

已经取得一定成果。最具代表性的就是聚类算法，例如常见

的 K 均值聚类[2]、模糊 C 均值聚类[3]、核密度聚类[4]及构建

有限混合模型[5]聚类等。 

经过近些年的深入分析与研究，高斯混合模型算法发展

非常迅猛，然而它的缺陷非常明显，很对研究人员对其进行

改进，并给出新型的 GMM 算法。Yang 等人[6]于 2012 年首
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次提出一种鲁棒的有限高斯混合模型聚类算法，该方法直接

将系统的初始模型相关参量作为原始样本的总数，同时对信

息熵惩罚因子加入分量混合系数，虽然该方法不必随机选取

初始值，但实验结果表明此算法聚类准确率不高且运行时间

长；Saravia 等人[7]提出了一种分裂合并的马尔可夫链蒙特卡

洛（Markov Chain Monte Carlo, MCMC）方法用于聚类个数

的确定，该方法可准确的得到聚类个数，但实现过程较为复

杂；崔玮等人[8]将 GMM 算法用于无线传感器网络室内节点

定位，采用粒子群算法对 EM 算法进行优化，同时结合优选

残差加权算法对距离值进行定位估计，此方法对节点定位有

一定的适用性，但所提的 GMM 算法在初始化阶段采用 K 均

值算法，具有一定的随机性，所得到的聚类效果不理想；王

垚等人[9]将逆模拟退火算法与半监督高斯混合模型中的 EM

算法相结合，与传统的高斯混合模型 EM 算法相比收敛速度

快，准确率高，但差于 DP-GMMC 算法聚类结果，且处理大

规模数据集的能力较弱；Scrucca[10]采用密度估计的方法得到

聚类中心，再利用 EM 算法进行计算，该方法可发现非高斯

集群，但算法的开销很大；Li 等人[11]采用自适应的层次聚类

方法用以 GMM 算法初始值的确定，相比于经典的 GMM 算

法具有较强的聚类能力，但随着数据量的增大此方法寻优迭

代次数也会大幅度增加。利用高斯混合模型聚类时，若样本

属于不完全数据，通常采用 EM 算法求解最大似然值，而 EM

算法收敛速度慢，系统模型计算过程中对初始值的设置非常

敏感，故而容易收敛到局部最优解。通过对大量相关研究课

题文献资料的分析与总结，部分文献已经对 EM 算法的混合

模型等多种估算问题进行分析与探究，并取得一定成果。

Liu[12]将 GMM 算法用于基因聚类，为了解决 EM 算法初始化

的问题，通过添加和删除 EM 算法的初始值，把簇的数量作

为已知参数并且采用准赤池信息准则（Quasi Akaike 

Information Criterion, QAIC），改进后的算法在基因聚类上

有一定的效果；Li[13]则通过 KNN（K-Nearest Neighbor）算法

删除异常值，再使用 K 均值初始化 EM 算法，但聚类对应的

个数是不确定的，而且设置过程比较复杂。 

密度峰值聚类算法[14]将具有局部极大密度估计值的样

本点视为聚类中心，通过对模型聚类中心的快速搜索，并将

每一个非中心样本点沿着密度递增的最近邻方向迭代划分给

相应的聚类中心，进而实现对大数据的分类。然而，该算法

中  和  值的分布依赖于截断距离参数 cd ，算法聚类的质量

受参数 cd 的影响，为此本文针对此缺点进行了改进，根据 

律 15 折线的方法对数据点之间的距离进行压缩，避免了参数

cd 对数据聚类的影响。鉴于高斯混合模型和密度峰值算法各

自的优缺点，本文提出了一种融合密度峰值的高斯混合模型

聚类算法。首先利用改进后的密度峰值算法对聚类中心进行

自动查找，再将得到的聚类中心作为 GMM 算法的初值，最

后完成数据点的聚类。本文的创新主要是在密度峰值算法中

引入  律 15 折线，减弱了人工选择参数对结果的干扰，并

将密度峰值算法应用在标准 GMM 算法初始值确定上，通过 

密度峰值自动确定聚类数的功能，提高了原始算法的聚类能 

力。 

1 高斯混合模型 

设 1 2{ , , , | }d

nx x x x R 为随机变量 x 的 n 个随机样本

值，则含有 k 个成分的 d 变量混合模型的概率密度函数表示

如公式（1）所示： 

1

 ( ) ( | , )
k

M i i i

i

g x g x


 μ Σ                      （1） 

该分布共由 k 个混合分布组成，每个混合成分对应一个

高斯分布。其中
iμ 与 iΣ 是第 i 个高斯混合成分的参数，而

0i  为相应的混合系数，且满足
1

1
k

ii



 。 

若随机变量 {1, 2, , }j k  表示生成样本 jx 的高斯混合

分布，其取值未知。显然， j 的先验概率 ( )jP i  对应于

( 1,2, , )i i k  ，根据贝叶斯定理， j 的后验分布对应于： 

1

( ) ( | ) ( | , )
  ( | )

( )
( | , )

j M j j i j i i

M j j k

M i
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
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μ Σ

                      

（2） 

由式（2）可知， ( | )M j jg i x  给出了样本 jx 由第 i 个高

斯混合成分生成的后验概率。 

假设所有分布具有相同的函数形式（例如服从 d 个随机

变量的高斯分布），其特性由参数向量
iμ 、 iΣ 和 i 决定。设

一组 n 个独立同分布样本
1 2{ , , , }nx x x x ，对应的对数似然

值如公式（3）所示： 

1
1 1

( ) ( ) ( )
m km

M j i j i i
j

j i

LL D ln g x ln g x | ,


 

  
      

   
  μ Σ   （3） 

借助 EM 计算方法[15]进行极大似然估计，其对应的计算

步骤如下： 

（1）初始化：根据得到的聚类中心计算混合模型中各密

度分布待估计参数
iμ ,

iΣ , i 的初始值设置。 

（2）E-step：计算第m 次迭代每个样本点 i 属于第 j 类

的后验概率 ( | )M j jg i x  。 

（3）M-step：计算样本数据似然函数的期望值方程达到

最大值时的结果，得到用于下一次迭代的新参数
'

iμ 、
'

iΣ 和

'

i 。  

（4）收敛条件：不断迭代 E 步和 M 步，重复更新参数

直至变化不显著，否则转第（2）步。 

2 融合密度峰值的高斯混合模型 
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EM 算法能够将目标样本与高斯混合模型予以有效的融

合，进而获得最佳的拟合数据。该处理方式与传统的 GMM

计算方法有着本质的区别，传统方法一般将数学模型的相关

参数进行预设，进而直接导致拟合效果与数据样本有一定程

度的差异，效果不稳定、不精确。故而，针对上述问题，此

次设计一种新型的高斯混合模型算法。该算法的核心就是将

系统原始数据依据DP算法对其距离与密度进行有效的估算，

进而选择聚类中心，再利用高斯混合模型算法对剩余数据点

进行聚类。 

2.1 DP算法原理 

DP 算法实际计算过程中对密度峰值进行检索与发现，将

具有局部最大密度值的样本点作为聚类中心，快速实现样本

数据的划分，待确定的聚类中心一般包括以下两个特征： 

（1）本身的密度大。 

（2）与其他密度更大的数据点的距离更大。 

为了准确找到聚类中心，该算法引入样本 i 的局部密度

i 和到局部密度比它大且距离它最近的样本 j 的距离 i ，其

定义如式（4）（5）（6）所示： 

21 ( )
ij

c

d
n

d

i

j

e
 

                                 （4）                                                       

其中， ( , )ij i jd dist x x 为样本 i 、 j 间的欧氏距离， cd 为

截断距离。  

( )
j: j i

i ijmin d
 




                                 （5） 

对于局部密度 i 最大的样本 i ，其 i 如下： 

i ij
j

maxd                                   （6） 

根据式（4）式可以看出，计算密度时均需要确定 cd 值，

这对聚类中心的确定有一定的影响，为此本文采用  律 15

折线的方法对样本点之间的距离 ijd 进行压缩，每个样本点 i

的  值为剩余样本点到 i 点的压缩距离之和，其计算式（7）：                             

1 (1 )
        

(1 )

n
ij

i

j

ln

ln






 



                             （7） 

其中 1
ij

ij

max

d
x

d
  ， max ijd maxd ， 255  。 

依据公式（5）样本 i 的距离 i 实际定义，假设 i 的密度

是全局最大密度，那么 i 的 i 远大于其他样本的  距离。因

此，类簇中心往往是  异常大的样本点，这些样本点的密度

 也相对较高。 

故 DP 算法提供了一种启发式方法，即通过绘制计算 

和  的决策图（如图 1）来选择预期聚类中心，其中聚类中

心与其他的聚类点相比具有更大的  值和  值，根据决策图

中的  和  来判断聚类中心。 

在本算法中聚类中心可以自动确定，将  值和  值综合

考虑，其计算公式可以用式（8）表示： 

i i i                                    （8） 

由公式（8）可知，数值  越大，则 ix 属于数据中心点

的可能性越大。因此，我们将  进行降序排列，截取若干聚

类中心点，具体变化见图 2。选择横轴作为系统的指标集，

并将系统的  作为纵轴，非聚类中心对应的  数值较为平

滑，由非聚类中心向聚类中心进行过渡时，  存在极其明显

的跳跃现象，通过跳跃点，即可找寻数据各类对应的中心点。 

 

图 1 节点决策图 

Fig.1 Decision graph of node 

 

图 2  决策图 

Fig.2 Decision graph of   

2.2 DP-GMMC 算法  

GMM 算法具体应用过程中存在一定缺陷，为了将问题

有效地去除，本文选择 DP 算法对其初始值预设过程进行优

化。DP-GMMC 算法的核心：首先，DP 算法对系统样本对应

的聚类中心、个数进行明确，以获取平均数值，进而得出对

应类的协方差矩阵，构建系统的初始参数；然后借助 EM 进

行预估，构建混合密度数学模型；最后根据贝叶斯准则对样

本概率进行验算。该新型计算法能够降低局部搜索迭代次数，

增加初始化多样性，有效解决传统 GMM 算法存在的缺陷 

DP-GMMC 算法的具体步骤如下所示： 

输入：样本数据集  ，迭代停止阈值  

输出：簇划分 1 2{ , , , }kC C C C  

Step1 基于数据点的距离，构建相似度矩阵 ijd 。 

Step2 根据相似度矩阵计算每个数据点的局部密度  ，

并计算数据点的高密度距离  。 

Step3 使用决策图选取聚类个数 k 以及聚类中心集合

1 2{ , , , }kv v v 。 

Step4 利用聚类中心集合初始化均值向量 iμ 、协方差矩

阵 iΣ 及高斯混合分布的模型参数 i ，根据式（1）计算 jx 由

各混合成分生成的后验概率，即 ( | )M j jg i x  。 
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Step5 根据公式（9）（10）（11）计算新均值向量
'

iμ 、

协方差矩阵
'

iΣ 和混合系数
'

i 。 

1'

1

( | )

( | )
i

m

M j j j

j

m

M j j

j

g i x x

g i x


















μ                        （9） 

1'

1

( | )( )( )

( | )

m
T

M j j j j j j

j

i m

M j j

j

g i x x x

g i x

  







  








Σ               （10） 

'

1

1
( | )

i

m

M j j

j

g i x
m

 


                           （11） 

Step6 判断是否满足终止条件 1

1

k k

k c
max 

 
 μ μ ，若满

足则停止迭代，输出模型参数 ' ' '{( , , ) |1 }i i i i k  μ Σ ，否则转

至 Step4。 

Step7 确定 jx 的簇标记 j ，将 jx 划入相应的簇。 

DP-GMMC 算法流程图如图 3 所示。 

根据相似度矩阵计算数据点  和 

基于决策图确定聚类中心

初始化        ，计算iμ iΣ i

 更新

( | )M j jg i x 

'

iμ
'

iΣ
'

i

1

1

k k

k c
max 

 
 μ μ

数据聚类结果

结束

数据样本数据集及阈值 

开始

N

Y

 
图 3 DP-GMMC 算法流程图 

Fig.3 Flowchart of DP-GMMC algorithm 

2.3 算法时间复杂度分析 

DP-GMMC 算法时间复杂度由两部分组成，即 DP 算法

时间复杂度和 GMM 算法时间复杂度。使用改进后 DP 算法

自动确定聚类中心过程中，计算参数 ijd 、采用  律 15 折线

得到的
i 以及

i ，时间复杂度均为 2( )O N ，其中 N 为数据

点的个数；然后计算
i 和

i 的归一化乘积
i ，并将

i 按降序

排列，时间复杂度分别为 ( )O N 和 ( log )O k k ，其中 k 为候选

聚类中心个数。因此 DP 算法的时间复杂度为：

2 2 2 2( log ) ( )O N N N N k k O N     。相比于 GMM 算法，

初始聚类中心确定过程增加的时间复杂度为 2( )O N ，同时初

始值率先选取有利于减小 GMM 算法的迭代次数，总体看来

本文所提算法增加了一定的时间开销，有待于下一步的研究

改进。 

3 实验结果及分析 

为了验证 DP-GMMC 算法的有效性，将本文算法与经典

的DP、GMM算法、文献[6]的鲁棒GMM聚类算法(Robust EM 

algorithm for Gaussian Mixture Models，REM-GMM)及文献

[11]的层次 EM 聚类算法（Expectation Maximization via 

Adaptive Hierarchical  Clustering, AHC-EM）进行实验仿真，

分别从算法准确度、有效性、纯净度方面对 5 个算法的性能

进行了分析和比较。实验仿真环境为 Pentium(R)E53002，内

存为 2G，操作系统为 Windows 7，仿真软件为 Matlab 2015a。 

3.1 算法准确度实验 

此次实验分两组数据集进行，第一组数据集是来自 UCI

的 Breast cancer、Indian Liver、Iris 数据集以及聚类常用

4k2_far、Aggregation 数据集，其数据集属性如表 1 所示。 

表 1 第一组数据集属性 

Tab.1  Properties of first datasets 

数据集名称 样本数 类别数 维度 

4k2_far 400 4 2 

Aggregation 788 7 2 

Breast cancer 683 2 9 

Indian Liver 579 2 8 

Iris 150 3 4 

注明：表中 4k2_far、Aggregation、Breast cancer、Indian 

Liver、Iris 为数据集，无中文名，同表 2、表 5。 

此外，基于 5 组标准数据集分别对 4 种算法进行 50 次仿

真实验，所得的平均聚类准确率和标准差如表 2 所示。 

表 2 4 种算法在 5 个数据集上的实验结果对比/% 

Tab.2 Comparison of experimental results of 4 algorithms on 5 

datasets/% 

数据集  DP GMM AHC-EM DP-GMMC 

4k2_far 
均值 54.25 40.30 85.32 87.25 

标准差 1.07 1.13 0.96 0.93 

Aggre 

gation 

均值 29.18 32.04 55.49 58.63 

标准差 1.02 1.34 0.82 0.73 

Breast 

cancer 

均值 81.41 80.53 92.05 94.73 

标准差 0.91 1.26 1.38 0.89 

Indian 

Liver 

均值 45.08 46.53 53.76 55.09 

标准差 0.67 1.16 0.98 0.56 

Iris 
均值 79.33 63.07 95.14 96.67 

标准差 0.78 0.96 0.63 0.45 

根据表 2 的实验结果可知，本文算法在 5 个数据集上均

获得了较高的聚类准确率。DP 算法是基于密度的聚类算法，

对于聚类中心的选取较准确，但后期的聚类能力较差，导致
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聚类准确率不高；GMM 算法对于初值非常敏感，每次迭代

随机选取聚类中心导致聚类效果很差；AHC-EM 算法采用基

于层次算法对初值中心进行寻优，相比于前两种算法有确定

聚类中心、增强聚类能力的优势，但层次聚类相比于密度聚

类算法迭代速度慢、寻优精度低，导致最终在数据集上的聚

类准确率低于 DP-GMMC 算法；而 DP-GMMC 算法则同时兼

具了 DP 算法全局搜索能力强以及 GMM 算法局部搜索能力

强的优势，聚类准确率最高，聚类识别效果也最好。从标准

差也可看出 DP-GMMC 每次运行结果较稳定，变化不大。 

第二组实验所采用的数据集是 3 组高斯数据集，数据集

属性如表 3 所示： 

表 3 第二组数据集属性 

Tab.3  Properties of second datasets 

数据集 样本数 类别 维度 

数据集 1 800 

400 

2 2 

数据集 2 4 2 

数据集 3 1000 4 2 

其中数据集 1： 1 (0 0)T  ， 2 (20 0)T  ， 1 (1 0;0 1)  ，

2 (9 0;0 9)  ; 数据集 2 ： 1 (0 0)T  ， 2 (20 0)T  ，

3 (0 20)T  ， 1 (30 0;0 20)  ， 2 (9 0;0 9)  ， 3 (10 0;   

0 10) ；数据集 3： 1 2 ( 4 4)T     ， 3 (2 2)T  ，

4 ( 1 6)T    ， 1 (1 0 5;0 5 1). .  ， 2 (6 2; 2 6)- -  ，

3 (2 1; 1 2)- -  ， 4 (0 125 0;0 0 125). .  。 

在 3 个高斯数据集上比较 DP-GMMC 算法与经典 GMM

算法以及 REM-GMM、AHC-EM 算法的聚类能力，其实验结

果如表 4 所示。 

表 4 4 种算法在 3 个数据集上的实验结果对比/% 

Tab.4  Comparison of experimental results of 4 algorithms on 3 

datasets/% 

算法 
 数据 

集 1 

数据 

集 2 

数据 

集 3 

GMM 
均值 100 81.53 60.30 

标准差 0 1.20 1.28 

REM-GMM 
均值 100 97.30 87 

标准差 0 0.82 1.16 

AHC-EM 
均值 100 98.21 87.67 

标准差 0 0.83 0.89 

DP-GMMC 
均值 100 98.62 89.10 

标准差 0 0.78 0.88 

从表 4 可以看出，4 种算法在高斯数据集上表现出较高

的聚类能力。在聚类中心选取上，本文算法可快速、准确得

到聚类个数及聚类中心，相比于 REM-GMM 算法及 AHC-EM

算法需要多次迭代有很大的优势。对于数据集 1，4 个算法的

正确率均可达到 100%。而在另外两个数据集上，原始的

GMM 算法聚类效果较差，且标准差最大，因 GMM 算法每

次聚类时需随机选取聚类中心，中心点的好坏直接影响最后

的聚类准确率，故每次的结果不稳定；REM-GMM 算法虽然

准确率有一定的提升，但因中心点的变化也导致每次的结果

不稳定；本文算法相比于 AHC-EM 算法的聚类能力有少许的

提升，稳定性也更优。 

3.2 算法有效性实验  

为检测本文所提出的融合密度峰值的高斯混合模型聚类

算法可得到最佳聚类数，本文采用三个内部指标进行仿真测

试，分别为 CH（Calinski-Harabasz）指标、DB（Davies- Bouldin）

指标和 Sil（Silhouette）指标，数据集采用第一组数据集。 

CH 指标通过类内离差矩阵描述紧密度，类间离差矩阵

描述分离度，指标定义用式（12）表示为： 

( ) / ( 1)
( )

( ) / ( )

trB i i
CH i

trW i k i





                       （12） 

其中 k 表示聚类的数目， i 为当前的类， ( )trB i 表示类

间离差矩阵的迹， ( )trW i 为类内离差矩阵的迹。 

CH 值越大代表类自身越紧密，类与类之间越分散，即

聚类效果更好。 

DB 指标描述样本的类内散度与各聚类中心的间距，其

计算公式如式（13）所示： 

 
1

1

1
( )

k
i j

j ~k , j i
i ij

W W
DB k max

k C 


 
  

 
 

                 （13） 

其中， iW 表示类 iC 中的所有样本到其聚类中心的平均距

离， jW 表示类 iC 中的所有样本到类 jC 中心的平均距离， ijC

表示类 iC 和 jC 中心之间的距离。可以看出，DB 越小表示类

与类之间的相似度越低，从而对应越优的聚类结果。 

本文通过采用 CH 值和 DB 值的比值描述最佳聚类数，

当比值越大，表明得到的聚类数为最佳值。 

Sil 指标通过描述簇内不相似度和簇间不相似度判断聚

类效果的好坏，其计算公式用式（14）表示： 

( ) ( )
( )

{ ( ) ( )}

b i - a i
s i

max a i ,b i
                          （14） 

其中 ( )a i 表示样本 i 到同簇其他样本的平均距离， ( )b i 为

样本 i 到其他簇的所有样本的平均距离。 

以数据集 4k2_far 为例，运用 CH 值和 DB 值的比值、Sil

指标确定数据集最佳聚类数的情况如图 4、图 5 所示。 

 

图 4 聚类数与 CH/DB 指标关系 
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Fig.4 The relation of clustering number and CH/DB 

 

图 5 聚类数与 Sil 指标关系 

Fig.5 The relation of clustering number and Sil 

图 4 和图 5 分别显示了运用 CH 指标、DB 指标和 Sil 指

标对数据集 4k2_far 的聚类数进行评估的情况，由图 4 和图 5

可以得到最佳聚类数为 4，对应的 CH/DB 指标值为

41 3 5 6 5 1 0.  ，Sil 指标值为 0.9224。 

几种有效性指标估计出的第一组数据集最佳聚类数情况

如表 5 所示。 

表 5 第一组数据集的最佳聚类数 

Tab.5  The optimal number of clusters on first datasets 

数据集 标准聚类数 CH DB Sil 

4k2_far 4 4 4 4 

Aggregation 7 6 7 7 

Breast cancer 2 2 2 2 

Indian Liver 2 4 2 2 

Iris 3 3 3 3 

从表 5 可知，对真实类数分别为 4、7、2、2、3 的数据

集，运用 CH、DB 和 Sil 指标确定最佳聚类数，其中 DB 指

标和 Sil 指标均能确定出 5 个数据集的最佳聚类数，而 CH 指

标则不够稳定，得到的最佳聚类数不够准确。由此可见，本

文算法通过 DP 算法对初始值进行寻优确实获得了准确的聚

类个数，使用 GMM 算法可较好对数据点进行聚类，保证类

内的距离较远而类间的距离较近。故 DP-GMMC 算法既保证

了聚类中心个数的确定又可进行准确的聚类。 

3.3 算法的纯净度分析 

纯净度标志着某一个聚类结果包含预先定义的某一个类

别数据多少的程度，整个划分的纯净度是所有簇纯净度的均

值，其表达如式（15）： 

1

1
( )

k
ti

i i

N
P C

k N

                                （15） 

其中， k 为簇类数， iN 是 iC 中类标识数目， tiN 代表该

簇中标识为 t 的数目， ( )P C 值越大表示聚类效果越好。 

本实验选取 Iris 数据集进行 50 次实验，然后从 50 次中

选取聚类效果较好的 3 次，分别求它们的聚类纯净度，最后

通过对比 5 个算法的聚类纯净度得出本文算法在聚类稳定性

和有效性方面确实具有优异性。 

表 6 5 种算法纯净度比较 

Tab.6  Comparison of purity under 5 algorithms 

算法 纯净度 

DP 0.79 

GMM 0.77 

REM-GMM 0.88 

AHC-EM 0.92 

DP-GMMC 0.97 

从表 6 可以看出， GMM 算法应用于 Iris 数据集时受初

始值随机选取的影响很大，全局搜索能力差，导致聚类的纯

净度相对较小；DP 算法引入了局部密度和距离策略可以较快

地得到聚类中心，但算法聚类效果较差，导致很难达到全局

最优解；REM-GMM 算法使成分数初值等于样本个数，再对

成分的混合系数施加熵惩罚算子，在迭代中根据一定的准则

自动减少成分数，使得算法迭代不依赖于初始成分数，但全

局搜索能力不明显，使得聚类结果不理想；AHC-EM 算法采

用自适应层次聚类算法来确定 GMM 算法的初始值，此方法

可避免随机选取聚类中心的缺陷，提高了聚类纯净度 ; 

DP-GMMC 算法通过采用 DP 算法对初始值进行寻优可获得

较好的聚类效果，从而避免了初始值敏感、易陷入局部最优

解等问题，有效地提高了聚类纯净度。 

4 结语 

本文根据密度峰值优化理论和 GMM 算法各自存在的缺

陷，提出了一种融合密度峰值的高斯混合模型聚类算法。DP

算法在初始化阶段对全局空间进行寻优，当得到最优的初始

值时转向 GMM 算法以取得最快的收敛。该算法克服了传统

聚类算法对初始值敏感、易陷入局部最优等问题，通过大量

的实验表明了本文算法在性能上优于 DP、GMM、REM-GMM

及 AHC-EM 聚类算法，能够有效地对数据点进行聚类。目前

本文算法对于低维数据集聚类效果较好，但对于高维数据集

及分布不规范的数据集聚类效果仍待研究，同时如何降低算

法时间复杂度、提高算法速度、提升在高维数据集上的运算

能力都将是下一步重点研究的方向。 
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