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摘 要：移动端计算力不足和存储有限导致车辆信息检测模型精度不高、速度较慢。针对这一问题，提出一种基

于RetinaNet改进的车辆信息检测算法。首先，开发新的车辆信息检测框架，将特征金字塔网络（FPN）模块的深层特

征信息融合进浅层特征层，以MobileNet V3为基础特征提取网络；其次，引入目标检测任务的直接评价指标GIoU指导

定位任务；最后，使用维度聚类算法找出Anchor的较好尺寸并匹配到相对应的特征层。与原始RetinaNet目标检测算

法的对比实验表明，所提算法在车辆信息检测数据集上的精度有 10. 2个百分点的提升。以MobileNet V3为基础网络

时平均准确率均值（mAP）可达 97. 2%且在ARM v7设备上单帧前向推断用时可达 100 ms。实验结果表明，所提方法

能够有效提高移动端车辆信息检测算法性能。
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Vehicle information detection based on improved RetinaNet
LIU Ge，ZHENG Yelong*，ZHAO Meirong

（State Key Laboratory of Precision Testing Technology and Instruments，Tianjin University，Tianjin 300072，China）

Abstract: The lack of computational power and limited storage of the mobile terminals lead to the low accuracy and slow
speed of vehicle information detection models. Therefore，an improved vehicle information detection algorithm based on
RetinaNet was proposed to solve this problem. Firstly，a new vehicle information detection framework was developed，and
the deep feature information of the FPN（Feature Pyramid Network）module was merged into the shallow feature layer，and
MobileNet V3 was used as the basic feature extraction network. Secondly，the direct evaluation index of target detection
task——GIoU（Generalized Intersection over Union）was introduced to guide the positioning task. Finally，the dimension
clustering algorithm was used to find the better size of Anchors and match them to the corresponding feature layers.
Compared with the original RetinaNet target detection algorithm，the proposed algorithm has the accuracy improved by 10. 2
percentage points on the vehicle information detection dataset. When using MobileNet V3 as the basic network，the mAP
（mean Average Precision）can reach 97. 2% and the forward inference time of single frame can reach 100 ms on ARM v7
devices. The experimental results show that the proposed method can effectively improve the performance of mobile vehicle
information detection algorithms.

Key words: Convolutional Neural Network (CNN); target detection; dimension clustering; feature fusion; Generalized
Intersection over Union (GIoU)

0 引言

随着智能信息时代的到来，作为车辆信息智能审核及其
他智能交通系统的关键部分，车辆外框检测［1-2］、车牌检测［3-4］

有着广泛的应用。
深度学习模型具有强大的特征表达能力，结合较大数据

量的保证和计算力的进步，它正逐步成为机器视觉领域的热
点研究方向。目标检测是指从一张未知的图像中分离出背景
和感兴趣的目标并确定这一目标的类别和位置。当前基于卷
积神经网络的目标检测方法主要分两类：一类是基于Anchor-
free思想的目标检测框架；另一类是基于Anchor思想的目标
检测框架。基于Anchor-free思想的目标检测框架通常使用关
键点检测的方法和密集预测的方法来完成检测任务，如

CornerNet［5］、ExtremeNet［6］都是通过预测的关键点及关键点之

间的几何信息来确定目标的位置；如CenterNet［7］通过密集预

测方法直接得到检测目标的位置。这种基于Anchor-free思想

模型结构设计较为简单，在移动端性能一般不如基于Anchor
思想的目标检测框架。基于Anchor思想的目标检测框架分

为两小类：一类是基于区域候选框的二阶段目标检测框架，这

种检测框架先在图像上生成若干可能包含目标的候选区域，

然后通过卷积神经网络（Convolutional Neural Network，CNN）
分别对这些候选区域提取特征，最后通过卷积神经网络进行

目 标 位 置 的 回 归 与 类 别 的 识 别 ，如 Fast RCNN（Region
Convolutional Neural Network）［8］ 、Faster RCNN［9］ 、R-FCN
（Region-based Fully Convolutional Network）［10］等；另一类为一
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阶段目标检测框架，这种目标检测框架直接从图片获得预测

结果，将整个目标检测任务整合成一个端到端的任务，而且只

处 理 一 次 图 像 即 可 得 到 目 标 的 类 别 与 位 置 信 息 ，如

YOLO（You Only Look Once）［11-12］ 、SSD（Single Shot
multibox Detector）［13］ 、DSSD（Deconvolutional Single Shot
Detector）［14］ 、FSSD（Feature fusion Single Shot multibox
Detector）［15］等。二阶段检测算法相比较于一阶段检测算法具

有更高的识别准确率和定位精度，而由于二阶段检测算法生

成的中间候选区域存在很多不必要的重叠导致检测时间增

加，所以检测速度不如一阶段检测算法。一阶段检测算法一

般采取密集采样候选区域的机制，这种机制通常会产生大量

的负样本使正负样本不平衡，导致训练过程受到影响并降低

最终的检测准确率。文献［16］提出的 RetinaNet通过 Focal
Loss成功地解决了这一问题，使一阶段目标检测算法精度第

一次高于当时精度最高的二阶段目标检测算法。

所以，本文采用RetinaNet为车辆信息检测框架，将车辆

信息分为三类，包括含车头的车外框、含车尾的车外框及车

牌。算法的主要改进如下：

1）为了提高模型的前向推断速度，本文以文献［17］提出

的MobileNet V3作为基础特征提取网络。

2）对于车牌这一小目标的检测精度不高问题，本文将

RetinaNet基础特征提取网络的 C5层经过上采样融合到 FPN
（Feature Pyramid Network）的 P3层，并通过 1×1的卷积对融合

之后的特征层进行特征压缩，使浅层特征层有更好的车牌高

级语义信息进而提高车牌检测精度。

3）本文通过引入文献［18］提出的 GIoU（Generalized
Intersection over Union）这一优化目标加快模型拟合预测框与

真实框的位置关系，并提高模型的预测精度。

4）由于原始RetinaNet是针对常规的目标检测数据集设

置的Anchor（检测过程中的候选框）尺寸，针对本文车辆信息

检测这一数据集，本文使用文献［19］提出的 K-means++聚类

算法得到Anchor的较好尺寸并匹配到对应的特征图，进而提

高检测准确度并提高召回率。

通过实验表明，本文提出的算法相较于其他目标检测算

法精度有明显的提升。

1 基于RetinaNet改进的车辆信息检测

1. 1 整体结构

本文算法的整体结构如图 1所示，图中的C3、C4、C5、P3、
P4、P5、P6、P7特征层和原始 RetinaNet网络相对应。左边部

分首先对图像进行预处理，将处理后的结果作为输入送入网

络，然后经过轻量级网络提取初步特征，由于需要满足移动端

实时检测需求，本文使用MobileNet V3作为基础特征提取网

络；中间部分使用基于文献［20］提出的 FPN（Feature Pyramid
Network，FPN）算法改进的结构，对基础特征提取网络的低层

细节特征信息与高层语义特征信息进行融合，以丰富每一特

征层的感受野，使 FPN输出的每一特征层都能预测不同尺度

的目标。在原始RetinaNet的FPN模块中，深层特征层经过多

次卷积及上采样操作之后，深层特征层的语义信息很难传达

到浅层特征层，导致浅层用于检测小目标的特征层缺乏一定

的深层语义信息。在本文的应用场景中，针对车牌这一小目

标检测精度较低的问题，本文将基础特征提取网络的C5特征

层经过四倍上采样与 FPN的 P3特征层堆叠（如图 1加粗箭头

表示），并通过 1×1的卷积层对堆叠后的特征通道进行压缩融

合恢复到原来的特征层通道数，以提高浅层特征层的高层语

义信息；右边部分为分类和定位模块基于 FPN提取的特征对

原始图像中的目标进行分类和位置回归。分类子网络的输出

通道数为 9，即为每个最终输出特征层的Anchor数量；定位子

网络的输出通道数为 9×4，即为每个最终输出特征层的

Anchor数量与Anchor位置预测值数量的乘积。其中所有的

分类子网络和所有的定位子网络分别共享不同的权重。

1. 2 目标定位的损失函数改进

当前很多目标检测算法的定位代价损失函数都使用预测

框与真实框角点坐标距离的 1-范数 Loss或者 2-范数 Loss，然
而在最终评测模型性能的时候是使用预测框与真实框的交并

比（Intersection over Union，IoU）来判断是否正确检测到目标。

由图 2可以看出，模型对这两者的优化不是等价的，当预测框

与真实框的 2-范数Loss相等的时候两者的 IoU却不相等。图

中右上角在圆心的矩形框为真实框，右上角在圆上的矩形框

为预测框，可以看出预测框与真实框的 2-范数 Loss都是相等

的，但是第三个的 IoU明显高于前两个，所以拟合效果也优于

前两者。

但是若直接采取 IoU当作评价模型性能好坏的标准，当

预测框与真实框没有交集时，不管两者之间的距离有多远相

对应的 IoU都为零，这就导致这种情况出现时模型没有能力

度量预测框与真实框的距离。基于此，本文提出了一种新的

度量预测框与真实框拟合程度的方法，即GIoU。对于预测框

A与真实框B，可以算出两者的最小凸集（包含 A、B的最小包

围框）C。通过最小凸集，可以计算GIoU。IoU和GIoU的计算

公式如下：

IoU = A ∩ B
A ∪ B （1）

GIoU = IoU - || C\ ( A ∪ B ) || C （2）
式（2）中的减数部分分子为最小凸集中不包含 A或者 B

的部分。GIoU与 IoU相似，GIoU作为一个距离度量指标，其

损失函数LGIoU计算如式（3）所示：

LGIoU = 1 - GIoU （3）
由GIoU计算公式可以得知，GIoU总是小于等于 IoU，由

IoU计算公式（1）可得 0 ≤ IoU ≤ 1，所以由式（3）可得 -1 ≤
GIoU ≤ 1，即只有当预测框与真实框完全重合时GIoU = 1。而

且，当预测框与真实框 IoU为零时GIoU转换为式（4）：

GIoU = -1 +（A ∪ B） C （4）
此时预测框与真实框相离越远GIoU越接近 -1，而 A ∪ B

不变，要对GIoU进行优化必须使 C逐渐变小，即预测框与真

图1 改进的RetinaNet整体结构

Fig. 1 Overall structure of improved RetinaNet
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实框越来越接近。

1. 3 Anchor选取方法

Anchor机制起初是由 Faster-RCNN提出，后来被广泛用

于一阶段及二阶段目标检测框架，如 SSD、YOLO、RetinaNet
等。Anchor主要用来解决目标检测任务中尺度及宽高比例变

化范围过大的问题，模型训练的时候真实标签被编码为相对

于Anchor的偏移量，模型测试时根据模型预测相对于Anchor
的偏移量来解码检测结果。通过Anchor机制，将尺度和宽高

比例的空间划分为相应的几个子空间，降低了目标检测任务

的难度，使模型更容易学习。针对本文的应用场景，由于

RetinaNet使用的是一般物体检测数据集，所以原始RetinaNet
选定的Anchor尺度和宽高比在本文的检测任务中并不适用。

基于此，本文使用 K-means++聚类算法对车辆信息数据集的

真实标注框进行聚类操作，真实标注框长宽映射到模型输入

大小 size下的聚类结果如图3所示。

由图 3可以看到，有 3个聚类簇，车牌的长宽对应坐标聚

集在［31，19］附近，两种类型车外框的长宽对应坐标分别聚集

在［124，130］、［159，171］附近。

所以，本文以［19×19，38×38，76×76，152×152，304×304］
作为 5个对应特征层的 Anchor尺寸，以［0. 6，1，1. 8］作为

Anchor的长宽比。使用对真实框维度聚类的方法可以使

Anchor尺寸更加接近真实值，使模型更容易拟合目标的真实

位置，从而降低模型的训练难度。

2 实验

2. 1 实验环境说明和基本参数设置

本 文 实 验 在 计 算 机 配 置 为 Ubuntu 16. 04、CUDA
（Compute Unified Device Architecture）8. 0、cuDNN（CUDA
Deep Neural Network library）5. 1、NVIDIA Tesla P40 的系统下

进行，使用的深度学习框架为 Pytorch 0. 4. 1，开发语言为

Python 2. 7。
本文采用的车辆信息数据集为自己采集，由 Labelme标

注软件标注，并转换成PASCAL VOC（Visual Object Classes）［21］

的数据集格式，总样本量大小为 29 340张，车辆类型、车牌颜

色、拍摄车辆的角度、车辆在图片中的尺寸比例、光照、背景环

境及图像分辨率在数据集中都存在很大的变化，对于检测算

法有较高的要求。通常情况下，单个检测目标可以通过 1 000
个测试样本来评估模型的检测性能。综合考虑本文改进方法

在测试集上的有效评估和模型通过训练样本得到充分训练两

方面因素，本实验基于车辆信息检测模型的任务复杂度和

PASCAL VOC设置数据集的方式将总样本按照大约 8∶2的比

例随机划分为训练集和测试集。训练阶段首先对图片先进行

数据增强预处理以提高模型的泛化能力，包括随机缩放、随机

水平翻转、随机 padding、随机裁剪、随机旋转、随机色度扭曲、

随机添加噪声、随机对比度变换、像素值标准化，并将增强后

的图片 resize到 224×224送入模型。在测试阶段，首先对输入

的图片进行像素值标准化及进一步 resize到 224×224的操作，

然后送入模型进行预测。同时在训练阶段，为了防止Anchor
与真实框没有 IoU大于 0. 5的情况，本实验设置当出现这种情

况时将与真实框 IoU最高的Anchor作为对应类别的正样本参

与训练。

基于迁移学习的方法，本文使用在 ImageNet数据集预训

练的MobileNet V3作为基础特征提取网络，优化器选择小批

量随机梯度下降（mini-batch Stochastic Gradient Descent，mini-
batch SGD），动量为 0. 9，权重衰减为 1E-4，batch size设置为

512，初始学习率设置为 0. 001，每经过 30个 epoch学习率下降

10倍，共训练100个 epoch。
2. 2 实验分析

本实验针对车牌、包含车头部分的车外框、包含车尾部分

的车外框这三类检测目标，根据以下公式计算查准率

（Precision）与查全率（Recall）。

Precision = TP
TP + FP （5）

Recall = TP
TP + FN （6）

其中：准确率代表模型预测出的样本中真样本的比例；查全率

为模型预测出的正样本占所有正样本的比例。其中：TP
（True Positive）为 被 模 型 预 测 为 真 的 正 样 本 ；FP（False
Positive）为模型预测为真的负样本；FN（False Negative）为模

型预测为非真的正样本。按照PASCAL VOC计算平均准确率

（Average Precision，AP）的方法，由每个类别的查准率和查全

率可以计算出每个类别的AP。
实验一以MobileNet V3为基础网络，以RetinaNet为原始

检测框架，以交并比阈值为 0. 7时每个类别的AP和三个类别

的平均准确率均值（mean AP，mAP）作为不同改进方法作用

于原始 RetinaNet的评价标准。实验结果如表 1所示，当在

MobileNet V3的基础上不使用维度聚类操作而直接使用

RetinaNet原始的Anchor尺寸及长宽比时，模型性能较低，尤

其车牌部分AP值较低；在原始模型的基础上把位置回归的代

价函数改进为GIoU-Loss后，车牌的AP值有 10个百分点的提

高；在原始模型的基础上加入维度聚类操作后，车辆外宽的

AP值稳定的情况下车牌的AP值有接近 27个百分点的提高；

图3 真实boxes长宽聚类值

Fig. 3 Real boxes lenghth-width cluster values

图2 相同2-范数 loss不同 IoU
Fig. 2 Different IoUs for same 2-norm loss
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在原始模型FPN的基础上嵌入特征融合分支后，车牌的AP值
有 10. 3个百分点的提高，同时mAP有 3. 4个百分点的提高；

当同时引入维度聚类和改进的FPN特征融合的方法后，mAP
相对于只加入维度聚类有 1. 2个百分点的提高，同时mAP相
对于只加入改进的 FPN特征融合有 6. 5个百分点的提高；当

同时引入维度聚类和GIoU-Loss的方法后，mAP相对于只引入

GIoU-Loss有 6. 8个百分点的提高，同时mAP相对于只加入维

度聚类有 1. 3个百分点的提高；当同时引入GIoU-Loss和改进

的FPN特征融合方式的方法后，mAP相对于只引入GIoU-Loss
有 0. 6个百分点的提高，同时mAP相对于只加入改进的 FPN
特征融合方式有 0. 4个百分点的提高；当同时引入维度聚类、

改进的特征融合方式、GIoU-Loss的方法后，车牌的AP值相对

于原始 RetinaNet的方法有 30. 3个百分点的提高，同时mAP
有10. 2个百分点的提高。

改进后算法与原算法预测实验效果对比如图 4所示。由

图 4第一行两张图可见，改进后的车牌检测效果相较于未改

进的算法定位更加准确；由图 4的第二行两张图可见，原始算

法中有车灯被误检为车牌，改进后的车牌检测效果准确率和

召回率都更高。

实验二为本文提出的算法与其他目标检测算法在本文的

车辆信息数据集上的性能对比，以 IoU阈值为 0. 5进行性能评

估，实验结果如表 2所示。由实验结果可知，本文所提出的算

法准确率高于其他算法。

3 结语

针对RetinaNet原始算法直接运用在本文的车辆信息检

测数据集上性能不高的问题，本文使用维度聚类算法初始化

Anchor使模型更容易收敛，在原有模型的基础上融合深层的

特征信息到浅层特征层以提高浅层特征层的车牌高级语义信

息，同时引入更加接近检测任务的评价标准GIoU-Loss作为代

价函数以提高模型的定位能力。实验结果表明，改进后的算

法对于车牌这一小目标的检测准确率及检测的平均准确率都

有很大的提高。经测试，本文提出的以MobileNet V3为基础

特征提取网络的车辆信息检测算法经移动端深度学习框架优

化后，在ARM v7设备上单帧前向推断用时可达 100 ms，可以

满足工业实时检测要求。实验结果证明了本文提出算法的可

行性和实用性，当然本文提出的方法还有很多地方需要改进，

比如本文使用未剪枝的MobileNet V3作为基础特征提取网

络，一些冗余通道的存在增加了计算量且降低了推断速度，在

本文的模型基础上进行模型压缩仍然需要更进一步的研究。
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