
2021⁃03⁃10
计算机应用,
Journal of Computer Applications

2021, 41( 3) : 686 - 693
ISSN 1001⁃9081
CODEN JYIIDU http：/ / www. joca. cn
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摘 要：针对协同训练算法在迭代过程中加入的无标记样本的有用信息不足和多分类器对样本标记不一致导致

的分类错误累积问题，提出结合改进密度峰值聚类和共享子空间的协同训练算法。该算法先采取属性集合互补的方

式得到两个基分类器，然后基于虹吸平衡法则进行改进密度峰值聚类，并从簇中心出发来推进式选择相互邻近度高

的无标记样本交由两个基分类器进行分类，最后利用多视图非负矩阵分解算法得到的共享子空间来确定标记不一致

样本的最终类别。该算法利用改进密度峰值聚类和相互邻近度选择出更具空间结构代表性的无标记样本，并采用共

享子空间来修订标记不一致的样本，解决了因样本误分类造成的分类精度低的问题。在 9个UCI数据集上的多组对

比实验证明了该算法的有效性，实验结果表明所提算法相较于对比算法在7个数据集上取得最高的分类正确率，在另

2个数据集取得次高的分类正确率。
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Co-training algorithm combining improved density peak clustering and shared

subspace
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Abstract: There would be lack of useful information in added unlabeled samples during the iterations of co-training
algorithm，meanwhile，the labels of the samples labeled by multiple classifiers may happen to be inconsistent，which would
lead to accumulation of classification errors. To solve the above problems，a co-training algorithm combining improved
density peak clustering and shared subspace was proposed. Firstly， the two base classifiers were obtained by the
complementation of attribute sets. Secondly，an improved density peak clustering was performed based on the siphon balance
rule. And beginning from the cluster centers，the unlabeled samples with high mutual neighbor degrees were selected in a
progressive manner，then they were labeled by the two base classifiers. Finally，the final categories of the samples with
inconsistent labels were determined by the shared subspace obtained by the multi-view non-negative matrix factorization
algorithm. In the proposed algorithm，the unlabeled samples with better representation of spatial structure were selected by
the improved density peak clustering and mutual neighbor degree，and the same sample labeled by different labels was
revised via shared subspace，solving the low classification accuracy problem caused by sample misclassification. The
algorithm was validated by comparisons in multiple experiments on 9 UCI datasets，and experimental results show that the
proposed algorithm has the highest classification accuracy rate in 7 data sets，and the second highest classification accuracy
rate in the other 2 data sets.
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0 引言

协同训练是基于不同视图训练两个分类器来互相标记样

本以扩充训练集的一个过程，属于半监督学习［1-2］的范畴。由

于协同训练一方面考虑到现实世界中数据集的分布情况，充

分利用数据集中大量无标记样本和少量有标记样本；另一方

面考虑到多视图数据的多态性、多源性、多描述性等特点，充

分利用数据集中各视图间的相关信息，使得协同训练广泛应

用于图像处理［3］、工业样品检测［4］、城市管理［5］、在线问答服

务［6］等领域。

协同训练的特点是在不用人工干预的情况下，通过两个

独立分类器的协同作用从大量无标记样本中自动获取训练信

息；然而，在协同训练迭代过程中，多分类器存在的标记不一

致样本易导致分类错误累积，而如何选择更具代表性的无标

记样本加入训练集也是提高分类器性能的关键。针对无标记
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样本的选择，付治等［7］利用基于简单约束的聚类算法和标记

置信度来选择可靠的实例，以此来实现有标记样本的扩展；然

而该方法严重依赖标记置信度，若样本集的簇中心选取不准

确，则会造成分类连带错误。Gan等［8］用半监督模糊聚类来发

现数据的内部结构，利用该数据结构选取局部判别能力强的

无标记样本，但该方法未考虑到数据的全局结构信息，使得选

择的无标记样本不能充分代表数据的原始空间结构。Wu
等［9］提出了一种自训练半监督分类框架，利用密度峰值聚类

（Density Peak Clustering，DPC）算法［10］发现数据的空间结构

后将其结构融入自训练迭代过程中。DPC算法适用于任意形

状的数据集聚类，但需要通过决策图来选择簇中心，从而增加

了算法的冗余性，限制了算法的应用领域。马春来等［11］针对

DPC算法中对簇中心的判断问题，引入基于拐点法的簇中心

选择策略来实现簇中心的自动选择，降低了通过决策图主观

确定簇中心带来的误差。由于考虑到不同数据集稀疏或密集

程度的差异，认为拐点位置无法为簇中心的定性划分提供理

论依据，从而导致无法精确选取簇中心。龚彦鹭等［12］考虑到

无标记样本隐含的空间结构信息，利用DPC算法选取局部密

度与相对距离之和较高的无标记样本来辅助训练分类器，依

据数据集全局的密集或稀疏程度来划分样本的选取区间，但

忽略了样本的内部结构差异，无法体现样本的局部紧密或稀

疏程度，可能会造成选取的无标记样本不可靠。

在分类器的协同过程中，多个分类器标记同一个无标记

样本可能会产生类标号不一致的情况。为解决该问题，Zhao
等［13］设计了基于伪标记误差的安全验证方法，在候选标记中，

选择比前一轮迭代过程中误差精度低的标记作为无标记样本

的最终类别，然而该方法通过伪标记误差来确定候选标记时，

对误差较低的界限没有明确说明。龚彦鹭等［12］采用加权K近

邻算法（Weight K-Nearest Neighbor，WKNN）为分类不一致的

无标记样本重新进行分类，但该算法的分类正确率在数据集

分布不均衡的情况下会受到影响。Peng等［14］提出多视图增

强算法Boost. SH，通过利用多个视图的共享样本权重分布来

保证视图的一致性，一定程度上解决了样本分类不一致问题，

但由于多视图数据集的多态性等特点，该算法并不总是能找

到满足条件的共享样本。

为了更好地选择隐含有用信息多的无标记样本和解决标

记不一致样本的修订问题，提出了结合改进密度峰值聚类和

共享子空间的协同训练算法（Co-Training algorithm combining
Improved Density Peak Clustering and Shared Subspace，
CTIDPCSS）。该算法通过定义虹吸平衡法则来实现簇中心的

自动选择，以提高簇中心选择的准确度；通过引入相互邻近

度［15］，结合数据集全局和局部特征来划分样本的选取区间，以

得到更具代表性的无标记样本；借助共享子空间（Shared
Subspace，SS）［16-18］，充分利用多视图间的一致性信息，得到一

种新的样本修订方法。仿真实验结果表明，该算法具有更好

的分类能力。

1 提出算法

在协同训练的迭代过程中，通常有两种方法选择无标记

样本。一种是利用聚类算法来分析数据集的全局空间结构，

根据样本所属类簇制定规则来划分样本选取区间，得到较好

表现数据原始空间结构的样本，但该方法忽略了样本间的内

部联系，易造成所选样本信息缺失。另一种是利用能体现样

本间局部连带关系的算法，选取较好表现数据局部结构的样

本，由于该方法忽略了数据的整体结构，易误将局部优选样本

当作全局优选样本。若能够探讨一种将两者优势互补的方

法，选择出更具代表性的无标记样本，则能提高分类器的分类

性能。由此，本文考虑到DPC算法能探索到任何簇结构数据

集的全局空间结构，而相互邻近度能体现样本的局部差异，故

采用一种结合DPC和相互邻近度的方法来选择无标记样本。

该方法在聚类阶段确定簇中心时，由于DPC算法提供的理论

依据不足且未实现算法批量自动化应用，则本文通过定义虹

吸平衡法则来实现簇中心的自动选择，为簇中心的定性划分

提供理论依据。因此，将该方法中的DPC算法替换为基于虹

吸平衡法则的密度峰值聚类算法，再根据簇中心计算样本的

相互邻近度，将其作为无标记样本的选择依据。被挑选出的

无标记样本能更好地体现数据的原始空间结构，则利用这些

样本包含的有用信息来提高模型的分类性能。然而，在多分

类器的协同过程中存在的标记不一致样本会造成分类错误累

积，需及时实施样本修订策略才能有效避免标记错误样本的

干扰。修订策略的目的是让多分类器最大化它们对无标记样

本的一致性，从而借助无标记样本提升分类器的学习性能。

因此，本文在保持原始数据的分类和决策能力的前提下找到

数据一致性表征的共享子空间，以训练一个一致性分类器对

多分类器标记不一致的样本重新分类。

1. 1 改进的密度峰值聚类算法

1. 1. 1 DPC算法

DPC算法［10］是一种基于密度的聚类方法，首先计算每个

样本的局部密度和相对距离，在密度和距离的决策图上通过

人工选取簇中心，最后根据密度值将非簇中心点划分至所属

类簇。对于给定的数据集D=［x1，x2，…，xn］∈Rm×n，其中 xi=［xi1，
xi2，…，xim］，n为样本总数，m为样本维度，计算每个样本 xi的
局部密度 ρi和相对距离 δi。考虑到本文存在较大规模数据集，

则局部密度 ρi利用式（1）中的截断核［19］方式度量：

ρi =∑
i ≠ j
χ (dij - dc )；χ ( x ) = {1， x < 0

0， x ≥ 0 （1）
其中：局部密度 ρi为以邻域截断距离 dc为半径的圆形结构内

的样本数，dij为样本 xi到 xj的欧氏距离。

相对距离 δi指比样本 xi密度高且与它距离最近的样本 xj
的距离，计算公式如下：

δi = minj：ρj > ρi (dij ) （2）
根据式（1）和式（2）的计算结果，以局部密度ρi为横轴，相对

距离 δi为纵轴作决策图，决策过程如图 1所示。图 1（a）是一个

共含有30个样本的2维数据分布图，其类别分别以3种不同的

图形来区分。图1（b）是DPC算法的可视化决策图，从图中“最

上最右”的点出发，按照“向下向左”的原则，人工选择标号为3、
21的点作为簇中心。但由于没有定量分析和决定性划分理论

作为判断依据，人工选择簇中心存在一定主观性和误差。而作

为簇中心的样本是影响DPC算法聚类效果的一个关键原因，若

选取的簇中心不准确或错误，将会造成聚类效果不佳。
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1. 1. 2 基于虹吸平衡法则的DPC算法

针对DPC算法存在的不足，马春来等［11］从量化的角度引

入簇中心权值的概念，提出根据权值的偏离度变化趋势定位

拐点位置的簇中心选择策略，实现了簇中心的自动选择，但未

提供簇中心决定性划分的理论依据。本文基于虹吸现象［20］提
出虹吸平衡法则，为簇中心的选择提供定量分析和决定性理

论依据。虹吸现象的原理是：当管状结构两端存在压力差（位

能差）时，水将从压力大的一侧流向压力小的一侧，当两侧的

压力相等时整个装置达到平衡状态，此时容器内的水面到达

相同的高度，水就会停止流动。

在虹吸平衡法则中，为公开化平衡标准，将 ρi和 δi进行归

一化后引入簇中心权值作为平衡量：

定义1 簇中心权值。

γi = ρi*δi （3）
鉴于在一般情况下，数据集的簇类别数远小于样本总数，

为了降低计算复杂度，将簇中心权值降序排列后取前 q个点

作为簇中心候选点，构造簇中心候选集Q1×q=｛γ1，γ2，…，γq｝。

为引入位差，首先确定位差分割点γc，将点γc前的候选点分配

到上位区 S1×c-1=｛γ1，γ2，…，γc-1｝，点 γc及其之后的候选点分配

到下位区X1×q-c+1=｛γc，γc+1，…，γq｝。

定义2 位差。

h (c ) =∑
i = c

q

γi -∑
i = 1

c - 1
γi （4）

其中：∑
i = 1

c - 1
γi表示上位区候选点的总簇中心权值，∑

i = c

q

γi表示下

位区候选点的总簇中心权值，当存在自然的差距时，权值量以

及与其相对应的簇中心候选点将会自发地从上位区转移到下

位区。设置初始状态的位差分割点为 γc=γq/2，每发生一次转

移动作时位差分割点将向高权值位前进一步，直到到达相对

平衡点则转移动作和前进动作均停止。

定义3 相对平衡点。

arg min
c

h (c ) = { c|c ∈ [ 2，q 2 ]，h (c ) ≥ 0 } （5）
当位差分割点 γc的下标取值范围为［2，q 2］，存在数值 c

使得 h（c）≥0时，则认为簇中心权值达到平衡状态，此时停止

簇中心权值和候选点的转移动作。从理论的角度分析，当少

数簇中心候选点的簇中心权值总和与多数簇中心候选点的簇

中心权值总和达到相对平衡时，认为少数高权值点能有效诠

释多数低权值点，则基于权值来划分簇中心归属时多数与之

差异度较大，从而可以将两者清楚地划分，以便选取到准确的

簇中心。以下给出了基于虹吸平衡法则的密度峰值聚类算法

的具体步骤，即改进的密度峰值聚类算法（Improved Density
Peak Clustering，IDPC）。

输入：数据集D，截断距离dc，簇中心候选个数 q；
输出：聚类结果。

过程：

步骤 1 计算每个样本的局部密度 ρi、相对距离 δi和簇中

心权值γi。
步骤 2 将 γi按降序排列，取前 q个点作为簇中心候

选点。

步骤3 根据公式h (c ) =∑
i = c

q

γi -∑
i = 1

c - 1
γi计算位差。

步骤 4 满足条件 ∃c ∈ [ 2，q 2 ]，h (c ) ≥ 0时达平衡状

态，令平衡点 b = arg min
c

h (c )，取 b之前的点｛1，2，…，b｝作为

簇中心。

步骤 5 根据簇中心点、数据对象标号及密度边界阈值，

将剩余点分配到各簇或边界域。

步骤6 直到所有样本都分配完毕，聚类过程结束。

1. 2 相互邻近度

相互邻近度是由赵嘉等［15］定义的一种样本间邻近程度的

度量准则，考虑到样本的内部结构差异，当两个样本的相互邻

近度越高时，说明两个样本越接近，彼此的联系越紧密，从而

更能反映出数据间真实的密集或稀疏关系。对于数据集D=
［x1，x2，…，xn］∈Rm×n，xi=［xi1，xi2，…，xim］。当每个点的近邻数为

k时，计算公式如下所示：

wij = {e- d2ijσ2， j ∈ knn ( i )
0， 其他

（6）

degi → j = 1
k + 1 ∑

v ∈ [ knn (i)，i ]
wvj；i ≠ j （7）

Ai，j = degi → j ⋅ degj → i （8）
其中：σ2 = 1

n ⋅ k∑i = 1
n ∑

j ∈ knn (i)
d2ij，式（6）的wij为样本 xi和 xj的邻近

度，式（7）的 degi→j表示样本 xi到 xj的相对邻近度，式（8）的 Ai，j
表示样本 xi和 xj的相互邻近度。

1. 3 共享子空间

在协同训练迭代过程中，多分类器标记同一个样本会存

在标记不一致的情况，如图 2的样例所示。图 2以两种颜色分

别代表两种类别，分类器 h1和分类器 h2对样本C1、C3、C4、C5
的分类标记均相同，而对样本C2的标记却不同。这种情况需

及时实施样本修订策略，将多分类器对样本的标记一致性最

大化，才能有效避免标记错误样本的干扰。基于此，充分利用

图1 DPC算法的簇中心决策图

Fig. 1 Cluster center decision diagram of DPC algorithm
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能表示多视图间一致性信息的共享子空间［16］来修订标记不一

致样本。

共享子空间学习技术是指在保留原始数据的分类和决策

能力的前提下，将原始多视图数据投影或因式分解得到一个

共 享 低 维 子 空 间 。 非 负 矩 阵 分 解（Non-negative Matrix
Factorization，NMF）［21］是常用的因式分解方法，与其他矩阵分

解方法的区别在于非负约束，有助于获得基于部分原始数据

矩阵的表示，也增强了学习后的子空间的可解释性，但NMF
只能处理单视图数据。Mekthanavanh等［22］利用多视图非负矩

阵 分 解（Multi-view Non-negative Matrix Factorization，Multi-
NMF）方法处理多视图数据，在保留原NMF算法优点的同时

将其扩展到多视图领域。因此，本文通过在多视图有标记样

本集中使用Multi-NMF算法因式分解得到一个相同的矩阵，

该矩阵即为多视图有标记样本集的共享子空间。给定N个样

本的非负多视图数据集{ X (1)，X (2)，…，X (nv )}，每个样本有 nv个视

图。对于每个视图，X (v ) = { x1 (v )，x2 (v )，…，xn
(v )} ∈ RDv × N，U（v）表

示非负基矩阵，V（v）表示非负系数矩阵，使X≈UVT。采用欧氏

距离对Multi-NMF算法的目标函数进行求解，数学表达式为：

min
U ( v )，V ( v )，V* L =∑v = 1

nv

 X (v ) - U (v ) (V (v ) )T 2
F + αv  V (v ) - V * 2

F

s. t. U (v )，V (v )，V * ≥ 0，∀1 ≤ s ≤ S， U (v )·，s = 1 （9）
其中：V*表示多个视图的共享矩阵，S为降维系数，αv是控制不

同视图重构误差项  X (v ) - U (v ) (V (v ) )T 2
F与共享子空间约束项

 V (v ) - V * 2
F 之间的相对权重。通过利用对角矩阵 Q ( v ) =

( )∑
i = 1

mv

U (v )
i，1，∑

i = 1

mv

U (v )
i，2，⋯，∑

i = 1

mv

U (v )
i，S 简化U（v）上的约束条件，其中mv为

第 v个视图的维度。简化后的目标函数为：

min
U ( v )，V ( v )，V* L =∑v = 1

nv

 X (v ) - U (v ) (V (v ) )T 2
F + αv  V (v ) - V * 2

F
s. t. U (v )，V (v )，V * ≥ 0，∀1 ≤ v ≤ nv （10）

由于目标函数是非凸函数，不易求全局最优解，所以在求

解过程中，采用逐次迭代更新方法［23］交替更新U、V、V*，直到

目标函数收敛，最终得到共享子空间矩阵V*。
1. 4 本文算法

基于以上分析，提出了结合改进密度峰值聚类和共享子

空间的协同训练算法。所提算法模型的整体结构见图 3，算
法的具体过程如下所示。

输入：有标记样本集 L，无标记样本集U，截断距离 dc，簇
中心候选个数 q，近邻数 k，降维系数 s，权重参数αv；

输出：分类器h1'、h2'。

过程：

步骤 1 在L和U上根据算法 1进行 IDPC聚类，找到簇中

心{ c1，c2，⋯，cb}。
步骤 2 选择以簇中心 { c1，c2，⋯，cb}为圆心，dc为半径的

圆形区域内的无标记样本，构造样本集R1。
步骤 3 采用属性集合互补的方式将 L和U划分为 v1和

v2，在 L上基于 v1、v2分别训练出分类器 h1、h2，用分类器 h1和 h2
对样本集R1分类。

步骤 4 在 L上利用Multi-NMF算法因式分解得到 v1和 v2
的共享子空间V*，训练一致性分类器h*。

步骤 5 若 h1和 h2对样本的分类结果一致，则将该样本加

入到 L集；若分类结果不一致，则用分类器 h*对其重新分类得

到类标号后加入到L集。

步骤6 U=U-R1，L=L+R1。
While U集不为空

步骤 7 计算R1集中每个样本与其 k个邻居的相互邻近

度，选择与R1集中每个样本相互邻近度最高的无标记样本，

构造样本集R2。
步骤 8 采用属性集合互补的方式将 L和U划分为 v1'和

v2'，在 L上基于 v1'、v2'分别得到分类器 h1'、h2'，用分类器 h1'和
h2'对样本集R2分类。

步骤 9 在 L上利用Multi-NMF算法因式分解得到 v1'和
v2'的共享子空间V*'，训练一致性分类器h*'。

步骤10 若h1'和h2'对样本的分类结果一致，则将该样本

加入到L集；若分类结果不一致，则用分类器 h*'对其重新分类

得到类标号后加入到L集。

步骤11 U=U-R2，R1=R2。
步骤12 R2=∅。

End

2 实验结果与分析

为了测试和评价本文算法的分类性能，将本文算法与 4
个对比算法在 9个数据集上进行实验，计算出每种算法两个

视图的平均分类正确率，作为评价本文分类模型的有效性指

标。选用的对比算法如下：

1）标准协同训练算法（Co-Training，CT）。

2）结合文献［19］和共享子空间的协同训练算法（Co-
Training algorithm combining Density Peak Clustering with
Shared Subspace，CTDPCSS）。

图2 多分类器标记不一致样例图

Fig. 2 Diagram of samples inconsistently labeled by
multiple classifiers

图3 本文算法结构

Fig. 3 Architecture of the presented algorithm
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3）文献［12］提出的算法 CTALDPCWKNN（Co-Training
algorithm combined Active Learning and Density Peak Clustering
and Weight K-Nearest Neighbor）。

4）结合文献［11］和共享子空间的协同训练算法（Co-
Training algorithm combining Density Peak Clustering based on
Cluster Center Automatic Selection Strategy with Shared
Subspace，CTDPCCCASSSS）。

2. 1 数据集描述

实验数据来源于UCI中的 9个数据集。在实验过程中，5
种算法在 9个数据集上均采用十折交叉验证方法重复实验

100次来测试算法的分类性能。每个数据集按照 80%和 20%
的比例随机分为两部分，前者作为训练集用来构造分类模型，

后者作为测试集用来测试模型的分类性能。其中，训练集依

次随机选取 10%、20%、30%、40%、50%的样本作为有标记样

本，剩余样本去除标记作为无标记样本。表 1描述了 9个数据

集的详细信息。

2. 2 实验参数设置

本文依据文献［19］的经验法则将对比算法 CTDPCSS、
CTALDPCWKNN、CTDPCCCASSSS和本文算法需要设定的截

断距离 dc赋值为 2。CTALDPCWKNN算法还需设置模糊度参

数 ɛ，根据文献［12］设定 ɛ=0. 01。当上述算法利用Multi-NMF
分解共享子空间矩阵时，设置权重参数 αv=0. 01，降维系数 s=
0. 5dmin，其中 dmin表示多个视图中特征向量最少视图的特征维

度。在不同规模的数据集中，相较于大样本数据集，数量上处

于劣势的小样本数据集的分布比较稀疏，导致样本的局部差

异度量尺度会有所不同，从而影响算法的参数设置。为了更

客观地测试所设定的参数对本文算法的普适性，选择了 3个
具有代表性的数据集对簇中心候选个数 q和近邻数 k进行了

参数调优，即分别在小、中、大样本量的数据集Wine、abalone
和HTRU_2上进行性能测试，结果如图 4所示。其中，近邻数

k以 1为步长，在［5，10］内选取；簇中心候选个数 q以 5为步

长，在［10，30］内选取。

当有标记样本比例选取为 10%时，图 4说明了在 3个不

同规模的数据集上，参数值 q、k对平均分类正确率的影响机

制。由图4可知，当簇中心候选个数的取值范围为10≤q≤15或
25≤q≤30，近邻数取值范围为 5≤k≤8时，算法的平均分类正确

率相对较高且处于稳定状态。当 15<q<25时，由图 4（a）和图

4（b）发现，平均分类正确率有上升的波动，但随着 k值的增加

却逐渐降低，最终在一定范围内波动。在图 4（a）中，当 q=30，
k=8时，存在一个明显的凸点，且该点的 x轴和 y轴坐标值在上

述分类正确率较高的参数取值范围内。为了让本文算法的分

类结果达到最优且保证算法的泛化性，在实验过程中将簇中

心候选个数 q和近邻数 k分别统一设置为30和8。

2. 3 簇中心选取策略对比

为了验证本文提出的 IDPC算法在选择簇中心时的准确

性，以样本规模分别为小、中、大的数据集Wine、abalone和
HTRU_2为例，分别采用基于决策图［19］、拐点法［11］和虹吸平衡

法则的簇中心选择策略来选择簇中心。为了更直观地比较各

簇中心选择策略的准确度，将每种方法得到的簇中心数与各

数据集的类别数进行对比。在同一个数据集中，若各方法所

得簇中心数越接近数据集本身的类别数，则表明该方法选取

簇中心的准确度越高。在表 2中，第 5列代表各数据集本身的

簇类别数，而第 2、3、4列代表各簇中心选择策略分别在数据

集Wine、abalone和HTRU_2下的簇中心数。

由表 2可知，基于虹吸平衡法则的簇中心选择策略的准

确度均高于基于决策图和拐点法的簇中心选择方法。原因在

于利用决策图选择簇中心时主观性较强，当数据集的空间结

构较密集时，簇中心与一般样本的相对决策位置差异不够明

显，通过人眼无法精准地识别两者的黄金分割线，从而易造成

簇中心数目多选或少选。在数据集稀疏程度不同的情况下，

若簇中心候选集下位区中顺位靠后的任意两个相邻点，其簇

中心权值的平均变化率大于上位区顺位靠前的两个相邻点，

则利用拐点法来确定偏离度变化趋势的最大值点时，会造成

簇中心数目多选。而虹吸平衡法则在不同稀疏程度或任意形

状的数据集下，都能通过量化分析自动确定最优的簇中心数，

从而有效降低了人工辅助选择簇中心带来的主观误差。
表2 不同选择策略的簇中心数与类别数对比

Tab. 2 Comparison of the number of cluster centers and the number of
categories of different selection strategies

数据集

Wine
abalone
HTRU_2

决策图

2
5
4

拐点法

3
4
3

虹吸平衡法则

3
3
2

类别数

3
3
2

表1 数据集描述

Tab. 1 Description of datasets
Dataset

Wine
Seeds
abalone
statlog
HTRU_2
Tic-Tac-Toe
ele
pima
Connectionist Bench

Instances
178
210
4 177
690

17 898
958

10 000
768
208

Features
13
7
8
10
8
9
13
8
60

Classes
3
3
3
2
2
2
2
2
2

图4 参数 q、k对平均分类正确率的影响

Fig. 4 Influence of parameters q and k on average classification accuracy

2. 4 小样本数据集的处理

虹吸平衡法则是基于簇类别数远小于样本总数这一假设

而提出，为了确定虹吸平衡法则在小样本数据集上的使用方

法以及证明其在小样本数据集上的有效性，本文在Wine数据

集上，分别选用其样本总数的 20%、40%、60%、80%来构造新

数据集。选取过程中，为了保证数据集的类别平衡，将每个类

别的样本个数选取同等数量。在设定簇中心候选个数为 30
和将所有样本均纳入簇中心候选集这两种情况下，以平均分

类正确率为评价指标，用构造的 4个新数据集和原始Wine数
据集作对比，实验结果如图5所示。

图5 小样本数据集上的平均分类正确率

Fig. 5 Average classification accuracy on
small sample datasets

该实验过程中所得的簇中心数均为 3，而由图 5可知，随

着数据量的增加，算法的平均分类正确率也逐渐上升，且 q=
30时的分类正确率均高于 q=样本总数时的分类正确率，证明

了虹吸平衡法则适用于各种规模的数据集寻找簇中心。因

此，为了保持本文算法的分类稳定性，当数据集的样本总量小

于 30时，将其所有样本作为簇中心候选点，否则将簇中心候

选个数统一设置为30。
2. 5 算法分类正确率对比

为了说明本文算法的分类有效性，表 3在有标记样本比

例选取为 10%时给出了 5种算法在 9个数据集上两个视图的

平均分类正确率。

由表 3可知，相较于 4种对比算法，本文算法的平均分类

正确率在 9个数据集上最高提升了 8. 17个百分点。除了数据

集 Tic-Tac-Toe和 pima外，本文算法在其余 7个数据集上的分

类性能均优于对比算法。因为基于 IDPC算法选出的相互邻

近度高的无标记样本更能代表数据集的原始空间结构，一定

程度避免了边缘噪声点的影响，后续又通过共享子空间训练

的一致性分类器修订样本，将多分类器对无标记样本的一致

性最大化，最终得到较好分类效果的分类器。针对基于其他

两种簇中心选择策略的密度峰值聚类算法，本文算法的正确

率均高于基于决策图的 CTDPCSS算法。因为决策图方法定

位的簇中心不够准确，可能会造成聚类过程中部分样本的类

簇分配错误，从而无法获得足够的有利于改善基分类器性能

的无标记样本。除数据集 Tic-Tac-Toe外，本文算法的正确率

均高于基于拐点法的CTDPCCCASSSS算法，可能因为该数据

集的权值偏离度变化趋势较明显，拐点位置很大概率会成为

簇中心与一般样本的分界点。相较于采用加权KNN进行样

本修订的CTALDPCWKNN算法，本文算法在数据集pima上的

分类性能略低，这可能是因为该数据集本身具有模糊度高且

易分的样本，故利用主动学习去标记模糊度高的样本适用此

数据集。除 pima数据集外，本文算法在其余 8个数据集上的

分类正确率均高于CTALDPCWKNN算法，证明了包含视图间

一致性信息的共享子空间在重新分类标记不一致样本过程中

的可行性，有效避免了由于标记不一致样本造成分类错误累

积的问题。

2. 6 时间复杂度分析

为了分析 5种算法的时间成本，本文通过划分每个算法

的组成成分并计算各成分的时间复杂度，最终得到每个算法

总的时间度复杂度，结果如表 4所示。其中，各算法成分括号

内的信息为该部分的时间复杂度。

由表 4可知，本文算法和对比算法的时间复杂度均相同，

则表明 5种算法在解决模型分类问题时所需的大致时间相

同。相较于 4种对比算法，本文算法的组成成分略多，但由于

各部分的时间复杂度均未超过O（n2），则总的时间复杂度保持

不变。所以，本文算法在加入额外的优化步骤时，较好地控制

了时间成本，保持了与对比算法同样的复杂度。

2. 7 有标记样本的影响

在半监督学习中，有标记样本的比例会对模型的分类性

能产生影响，为了讨论有标记样本的比例对算法的影响程度，

图 6给出了 9个数据集在有标记样本比例分别为 10%、20%、

30%、40%、50%时的平均分类正确率曲线。

从图 6总体的关系曲线分布来看，5种算法在除数据集

HTRU_2和Tic-Tac-Toe外的其余7个数据集上，平均分类正确

率随着有标记样本比例的增加而提升，这表明在半监督协同

训练学习过程中，迭代初期有标记样本量越多则训练的基分

类器越准确，进而利用分类器间的协同作用最终得到两个能

独立完备确定样本类别的分类器。由图 6（e）和图 6（f）可知，

在数据集HTRU_2和Tic-Tac-Toe中，有标记样本比例为 10%~
30%时的平均分类正确率呈上升趋势，然而当比例提高至

40%~50%时，正确率下降且最终低于比例为 10%时的正确

率。因为随着有标记样本增加到一定比例后，有标记样本的

表3 五种算法在9个数据集上的平均分类正确率对比 单位：%
Tab. 3 Comparison of average classification accuracy of 5 algorithms on 9 datasets unit：%
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2. 4 小样本数据集的处理

虹吸平衡法则是基于簇类别数远小于样本总数这一假设

而提出，为了确定虹吸平衡法则在小样本数据集上的使用方

法以及证明其在小样本数据集上的有效性，本文在Wine数据

集上，分别选用其样本总数的 20%、40%、60%、80%来构造新

数据集。选取过程中，为了保证数据集的类别平衡，将每个类

别的样本个数选取同等数量。在设定簇中心候选个数为 30
和将所有样本均纳入簇中心候选集这两种情况下，以平均分

类正确率为评价指标，用构造的 4个新数据集和原始Wine数
据集作对比，实验结果如图5所示。

图5 小样本数据集上的平均分类正确率

Fig. 5 Average classification accuracy on
small sample datasets

该实验过程中所得的簇中心数均为 3，而由图 5可知，随

着数据量的增加，算法的平均分类正确率也逐渐上升，且 q=
30时的分类正确率均高于 q=样本总数时的分类正确率，证明

了虹吸平衡法则适用于各种规模的数据集寻找簇中心。因

此，为了保持本文算法的分类稳定性，当数据集的样本总量小

于 30时，将其所有样本作为簇中心候选点，否则将簇中心候

选个数统一设置为30。
2. 5 算法分类正确率对比

为了说明本文算法的分类有效性，表 3在有标记样本比

例选取为 10%时给出了 5种算法在 9个数据集上两个视图的

平均分类正确率。

由表 3可知，相较于 4种对比算法，本文算法的平均分类

正确率在 9个数据集上最高提升了 8. 17个百分点。除了数据

集 Tic-Tac-Toe和 pima外，本文算法在其余 7个数据集上的分

类性能均优于对比算法。因为基于 IDPC算法选出的相互邻

近度高的无标记样本更能代表数据集的原始空间结构，一定

程度避免了边缘噪声点的影响，后续又通过共享子空间训练

的一致性分类器修订样本，将多分类器对无标记样本的一致

性最大化，最终得到较好分类效果的分类器。针对基于其他

两种簇中心选择策略的密度峰值聚类算法，本文算法的正确

率均高于基于决策图的 CTDPCSS算法。因为决策图方法定

位的簇中心不够准确，可能会造成聚类过程中部分样本的类

簇分配错误，从而无法获得足够的有利于改善基分类器性能

的无标记样本。除数据集 Tic-Tac-Toe外，本文算法的正确率

均高于基于拐点法的CTDPCCCASSSS算法，可能因为该数据

集的权值偏离度变化趋势较明显，拐点位置很大概率会成为

簇中心与一般样本的分界点。相较于采用加权KNN进行样

本修订的CTALDPCWKNN算法，本文算法在数据集pima上的

分类性能略低，这可能是因为该数据集本身具有模糊度高且

易分的样本，故利用主动学习去标记模糊度高的样本适用此

数据集。除 pima数据集外，本文算法在其余 8个数据集上的

分类正确率均高于CTALDPCWKNN算法，证明了包含视图间

一致性信息的共享子空间在重新分类标记不一致样本过程中

的可行性，有效避免了由于标记不一致样本造成分类错误累

积的问题。

2. 6 时间复杂度分析

为了分析 5种算法的时间成本，本文通过划分每个算法

的组成成分并计算各成分的时间复杂度，最终得到每个算法

总的时间度复杂度，结果如表 4所示。其中，各算法成分括号

内的信息为该部分的时间复杂度。

由表 4可知，本文算法和对比算法的时间复杂度均相同，

则表明 5种算法在解决模型分类问题时所需的大致时间相

同。相较于 4种对比算法，本文算法的组成成分略多，但由于

各部分的时间复杂度均未超过O（n2），则总的时间复杂度保持

不变。所以，本文算法在加入额外的优化步骤时，较好地控制

了时间成本，保持了与对比算法同样的复杂度。

2. 7 有标记样本的影响

在半监督学习中，有标记样本的比例会对模型的分类性

能产生影响，为了讨论有标记样本的比例对算法的影响程度，

图 6给出了 9个数据集在有标记样本比例分别为 10%、20%、

30%、40%、50%时的平均分类正确率曲线。

从图 6总体的关系曲线分布来看，5种算法在除数据集

HTRU_2和Tic-Tac-Toe外的其余7个数据集上，平均分类正确

率随着有标记样本比例的增加而提升，这表明在半监督协同

训练学习过程中，迭代初期有标记样本量越多则训练的基分

类器越准确，进而利用分类器间的协同作用最终得到两个能

独立完备确定样本类别的分类器。由图 6（e）和图 6（f）可知，

在数据集HTRU_2和Tic-Tac-Toe中，有标记样本比例为 10%~
30%时的平均分类正确率呈上升趋势，然而当比例提高至

40%~50%时，正确率下降且最终低于比例为 10%时的正确

率。因为随着有标记样本增加到一定比例后，有标记样本的

表3 五种算法在9个数据集上的平均分类正确率对比 单位：%
Tab. 3 Comparison of average classification accuracy of 5 algorithms on 9 datasets unit：%

Dataset
Wine
Seeds
abalone
statlog
HTRU_2
Tic-Tac-Toe
ele
pima
Connectionist Bench

CT
92. 021 2
86. 881 0
51. 012 2
66. 529 0
91. 878 8
57. 072 9
82. 369 5
65. 645 3
55. 559 5

CTDPCSS
91. 522 4
87. 124 0
51. 020 3
67. 064 0
92. 110 1
63. 318 0
83. 332 2
66. 656 0
56. 291 0

CTALDPCWKNN
90. 746 0
87. 557 1
50. 754 1
67. 232 6
92. 351 4
64. 262 0
84. 541 0
68. 455 5
56. 354 1

CTDPCCCASSSS
92. 807 2
87. 738 1
51. 300 0
64. 369 6
92. 621 8
65. 834 6
80. 011 6
67. 448 4
57. 441 7

本文算法

93. 312 1
87. 881 0
51. 500 4
68. 144 9
93. 529 9
65. 243 6
87. 921 4
67. 824 5
57. 902 4
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信息对分类器的影响逐渐减弱，从而达到一种相对稳定的状 态，则此时的平均分类正确率会在一定范围内波动。

3 结语

本文针对协同训练迭代过程中用来改善分类器性能的无

标记样本隐含有用信息不足和多分类器标记不一致样本的问

题，提出了结合改进密度峰值聚类和共享子空间的协同训练

算法。该算法通过定义虹吸平衡法则选择簇中心，再结合相

互邻近度选择出综合数据全局和局部空间结构的无标记样

本，最后利用共享子空间训练的一致性分类器重新分类标记

不一致样本。基于虹吸平衡法则的改进密度峰值聚类算法为

簇中心的选择提供定量分析和决定性理论依据，实现了簇中

心的自动选择。通过将聚类算法与相互邻近度结合，综合考

虑数据全局和局部的紧密和稀疏程度，选择更能代表数据原

始空间结构的无标记样本。引入共享子空间，充分利用多视

图间的一致性信息将标记不一致样本统一描述。在 9个数据

集上的仿真实验证明了该算法的有效性，实验结果表明该算

法具有更高的模型评价能力。在后续的工作中，将进一步讨

论算法的最优参数并给出具体的调优策略，以及探索本文算

法的应用拓展性，如将本文算法应用于多标签分类问题。
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