
2021⁃08⁃10
计算机应用,
Journal of Computer Applications

2021, 41( 8) : 2453 - 2459
ISSN 1001⁃9081
CODEN JYIIDU http：/ / www. joca. cn

基于多粒度时序结构表示的异常检测算法在
储层含油性检测中应用

孟 凡 1，陈 广 1，王 勇 2，高 阳 1*，高德群 2，贾文龙 3

（1. 南京大学 计算机科学与技术系，南京 210023； 2. 中国石油化工股份有限公司江苏油田分公司 物探技术研究院，南京210046；
3. 南京天技通信技术实业有限公司，南京210019）

（∗通信作者电子邮箱 gaoy@nju. edu. cn）
摘 要：传统储层含油性勘测方法利用地震波穿过地层时产生的相关地震属性和地质钻井资料结合传统地球物

理方法进行综合研判，但该类勘测方法往往存在研判成本高且对专家先验知识依赖性强的问题。针对该问题，以江

苏油田苏北盆地的地震资料为基础，并结合含油样本的稀疏性和随机性，提出了一种基于多粒度时序结构表示的异

常检测算法，直接利用叠后地震道数据进行预测。该算法首先对于单个地震道数据提取多粒度时序结构并形成独立

特征表示；其次，在提取多个粒度时序结构表示的基础上进行特征融合，以形成对地震道数据的融合表示；最后，通过

对融合后的特征采用代价敏感方法进行联合训练和判别，从而得到对于该地震数据的含油性勘测结果。所提算法在

江苏油田实际原始地震资料上进行了实验仿真，实验结果表明：所提算法相比长短期记忆（LSTM）和门控循环单元

（GRU）算法在曲线下方的面积（AUC）指标上均提升了10%。
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Multi-granularity temporal structure representation based

outlier detection method for prediction of oil reservoir
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Abstract: The traditional methods for prediction of oil reservoir utilize the seismic attributes generated when seismic
waves passing through the stratum and geologic drilling data to make a comprehensive judgment in combination with the
traditional geophysical methods. However，this type of prediction methods has high cost of research and judgement and its
accuracy strongly depends on the prior knowledge of the experts. To address the above issues，based on the seismic data of the
Subei Basin of Jiangsu Oilfield，and considering the sparseness and randomness of oil-labeling samples，a multi-granularity
temporal structure representation based outlier detection algorithm was proposed to perform the prediction by using the post-
stack seismic trace data. Firstly，the multi-granularity temporal structures for the single seismic trace data was extracted，and
the independent feature representations were formed. Secondly，based on extracting multiple granularity temporal structure
representations，feature fusion was carried out to form the fusion representation of seismic trace data. Finally，a cost-sensitive
method was utilized for the joint training and judgement to the fused features，so as to obtain the results of oil reservoir
prediction for these seismic data. Experiments and simulations of the proposed algorithm were performed on an actual seismic
data of Jiangsu Oilfield. Experimental results show that the proposed algorithm is improved by 10% on Area Under Curve
（AUC）compared to both of the Long Short-Term Memory（LSTM）and Gated Recurrent Unit（GRU）algorithms.
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0 引言

石油作为当今世界上举足轻重的战略物资，与国家的工

业、农业、交通、国防以及每个人的衣食住行息息相关。然而，

近年来江苏油田面对复杂严峻的生产经营形势，对岩层含油

性勘测工作提出了更高的要求。传统岩层含油性检测任务是

一项具有很大挑战的勘探工作，主要受到以下三个方面制约：
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1）领域性强。传统含油性检测方法需引入较强的专家
先验知识进行综合研判，增加了实际勘探过程的不可复制性。
即在实际含油性勘探工作中，通过传统地球物理方法得到初
步结果后，往往需要再进行多轮专家综合研判，方可进行后续
工程实施计划的制定。

2）验证成本高。通过钻井作业对给定工区含油性进行
验证经济开销较大，且因误判造成的损失高昂。在实际的含
油性勘探任务中，对地下岩层含油储层的误判将产生高昂的
勘测代价，这也是制约现有勘测工作的重要因素之一。因此
以原始地震资料为基础，结合少量测井标记信息对储层含油
性预测至今仍是油气勘探开发与研究的热点［1］。简言之，探
索一种能够利用少量现有测井标记信息且可降低假阳性和假
阴性出现情况的方法将有着十分重要的社会价值和经济
效益。

3）预测精度不理想。地下岩层存在着复杂的结构关系，
给传统含油性勘测方法的预测精度带来挑战。传统地层含油
性勘测方法为利用地震波穿过地层时产生的相关地震属性和
地质钻井资料结合传统地球物理方法进行研判。但从实际检
测效果来看，精度仍有进一步提高空间。

本文以实际含测井标记的叠后地震道数据为研究对象，
通过结合物探专业领域知识和机器学习方法，从以下 3个方
面对含油性检测任务开展研究：

1）数据驱动学习。基于传统地球物理学含油性检测方
法中涉及了大量专家领域知识进行综合研判，给实际勘探工
作增加了不可复制性。因此，所设计算法需在一定程度上实
现自动化检测，尽量减少对专家领域知识的依赖性（针对制约
1进行探索）。

2）监督信息少且类别不平衡。由于含油层通常较薄，本
身厚度通常仅有 1~4 m，受目前地震波采样设备频率限制，已
钻井验证后的地震道样本与总体待检测样本相比极度稀少且
类别不平衡。甚至油层在地震道数据样本中往往仅体现为单
个独立点。因此所设计算法需针对极少量且类别不平衡的监
督信息进行挖掘和研究，充分利用现有钻井样本集中的监督
信息（针对制约2进行探索）。

3）数据呈时序性。叠后地震道数据是通过地震波为介
质进行采集，由于其物理产生机制原因，该样本内数值之间是
具有时序特性的地震属性值。因此所设计算法需挖掘出其内
部潜在时序结构，并将此结构融入后续的检测过程中，进而提
高检测精度（针对制约3进行探索）。

基于以上 3个研究动机，本文从含油性储层检测任务中
呈现的实际问题出发，提出了一种基于多粒度时序结构表示
的异常检测算法，并利用江苏油田实际叠后地震资料进行仿
真实验，本文主要包含以下3项工作：

1）针对地下储层含油性样本等监督信息稀少且类别不
平衡现状，本文将该检测问题建模为有监督异常检测任务。
即将含油样本视为异常样本进行检测。

2）提出了一种基于多粒度时序结构表示的异常检测算
法。该算法首先针对单地震道数据中存在的潜在时序结构，
提出基于双向长短期记忆（Bi-directional Long Short-Term
Memory，BiLSTM）模型［2］的多粒度特征提取方法，捕捉了地震
道内不同粒度的时序结构；其次，将不同粒度的时序结构及其
特征进行自动化融合，进而形成了对单个地震道数据的多粒
度时序融合特征；最后，针对该融合后的特征，利用代价敏感
损失进行含油性异常样本的预测。

3）在江苏油田真实地震资料上进行了实验，实验结果从
4个方面验证了本文所提出算法的有效性。

1 相关工作

近年来，随着机器学习在视觉和语音数据等方面取得了

突破性进展［3-7］，石油勘探领域研究团队逐渐开始研究和探索

将机器学习技术应用到储层含油性检测任务中。相比于传统

含油性检测技术，即联合几何地震学和物理地震学特征分析

方法对地震目标进行处理、地震属性提取优化与分析，近年来

国内外研究人员不断尝试将机器学习方法和含油性检测相结

合。该类方法利用有限的已知地质测井资料在叠后地震资料

上构建训练样本，借助机器学习方法提取其中的潜在特征并

建模。其中主要包括两大类方法：基于浅层学习的含油性检

测方法［8-25］和基于深度学习的含油性检测方法［1，26-30］。本文主

要聚焦于基于深度学习的含油性检测方法。

基于浅层学习方法在储层含油性检测场景中进行应用主

要是利用机器学习技术中经典的浅层模型在地震道数据中进

行训练和识别，其中涉及聚类分析［8］、人工神经网络［9-12，17-21］、模
糊理论［13］、决策树［14］、遗传算法［15-16］、支持向量机［22］和概率模型

等方法［23-25］。例如刘瑞林等［17］从监督学习角度，梳理了利用测

井密度和自然电位等测井数据作为监督信息，用浅层神经网路

算法对含油性特征进行分类等方法。陆文凯等［18］将测井资料

作为监督学习样本，予以推广全区，进而获取横向上的含油性

预测分类结果。张等［19］结合自组织神经网络算法和粒子群

算法，获得地震相的聚类结果，该方法通过降低原始属性维度，

提高了计算效率。张向君等［20］构建了基于结构风险最小化的

神经网络，对吉林油田的储层油性特征进行了预测。Mobebbi
等［21］直接利用人工神经网络对测井数据进行预测。张长开

等［22］提出了基于支持向量机的特征选择方法对地震属性优选

并在此基础上预测储层。王波等［23］提出了基于斑块饱和模型

井控属性融合法进行含油性检测。袁照威等［24］通过分析地震

属性与沉积相的关系，运用马尔可夫-贝叶斯模拟算法，对多地

震属性进行融合，得到多变量融合概率场信息，进而建立沉积

相模型。宋建国等［25］以多种不同的地震属性为基础，通过构建

井旁道地震属性与特征参数的回归森林模型进行储层预测。

以上基于浅层学习的方法在一定程度上缓解了对于专家

领域知识的依赖。但由于储层含油性识别问题实际需要求解

测井数据与实际地质中各组成部分之间的复杂映射关系，加

之此种映射通常被认为是高度非线性问题，因此浅层学习模

型的复杂度可能成为潜在制约。而深度方法因其无需建立显

性复杂函数即可实现复杂非线性映射关系在近些年被进一步

探索。基于深度学习方法在含油性检测技术中进行应用主要

为利用深度卷积网络可隐式地构建地震属性与含油性储层分

布的复杂映射关系。例如 Saikia等［26］对浅层和深度神经网络

提取储层含油性特征进行了综述。Gholami等［1］以原始地震

数据为基础获得地震属性进行油性储层预测。林年添等［27-28］

通过引入卷积神经网络，智能提取、分类并识别地震资料中含

油性特征，同时利用不同卷积核卷积形成各类纵、横波地震属

性，进而对含油性储层地震预测。付超等［29］提出了一种卷积

神经网络与支持向量机方法相结合的多波地震油气储层分布

预测的深度学习方法。安鹏等［30］利用长短期记忆（Long
Short-Term Memory，LSTM）模型捕捉测井参数和泥质含量（孔

隙度）之间非线性映射关系进行储层物性参数预测。

相对于浅层学习方法，虽将深度学习直接应用于地震资
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料处理领域取得了一定的成效，但该类方法依然面临着一些

挑战：一方面由于地震道数据是地震波从激发点出发，经过地

层滤波器返回到接收点的过程记录，因而其本身存在较为复

杂的时序等结构关系，若忽略地震道数据之间结构关系而直

接将其应用在深度网络中，可能将会对检测精度产生负面影

响；另一方面由于井段验证样本稀少，有油与无油样本存在类

别不平衡现象，为了防止深度模型陷入过学习或欠学习状态，

现有方法往往过多依赖于人工经验对于模型超参数进行调

测，若设置不当会使能实际检测性能产生较大波动。

针对以上分析，考虑到地震资料潜在时序结构和类别不平

衡特性，本文提出了将储层含油性检测问题建模为面向时序数

据的有监督异常检测任务，将含油性地震道样本作为异常点进

行捕获。同时，考虑到单个地震道数据包含振幅采样点多和分

布不均等特点，若直接在原始时间序列上进行含油性检测可能

无法有效表达出其特征，进而出现判别精度不高现象。因此本

文提出了一种基于多粒度时序结构表示的异常检测方法。

2 问题分析

本章主要介绍含测井标记地震道数据符号表示以及对于

含油性检测任务形式化描述。

2. 1 含测井标记地震道数据

含测井标记地震道数据是指利用原始叠后地震道数据对

地下岩层进行分析后，再通过实际测井工作对该区域岩性进

行实际验证后，所得到含有岩性标记的地震资料。

给定一个工区的原始地震道资料和地质测井资料，该区

域 的 含 测 井 标 记 地 震 道 数 据 集 合 表 示 为 D =
{(x1，y1 )，(x2，y2 )，⋯，(x j，y j ) }，其中 x i = { }x(1)i ，x(2)i ，⋯，x(t )i 表示单

个地震道数据，x( t )i ∈ R表示在第 i个地震道数据中第 t时刻的

地震属性值。y i = { }y(1)i ，y(2)i ，⋯，y( t )i 表示给定地震道数据内单

个时间点对应含油性（岩层性质）标记，其中 y( t )i ∈ { 0，1}。本

文对单个地震道在某一时刻对应的地震属性采用一维原始振

幅数据作为输入，若勘探领域业务人员后续需增加其他地震

属性作为输入数据（例如：频率、瞬时相位等属性），可将以上

形式化表示直接进行维度扩展。图 1为江苏油田工区经过数

据处理后的实际地震剖面图。

2. 2 含油性检测问题形式化描述
对于给定的未知地震道数据含油性检测问题，本文将其

建模为有监督异常检测任务，可进一步形式化为：当给定一组
已知含测井标记地震道数据D，含油性异常检测任务是通过
学习目标函数（1），对新给定的地震道数据 X i进行含油性判

别，即判别该地震道含油性概率。

min
θΨ，θF，θL，θΩ

∑
i = 1

n

L (F (Ψ (x i|θΨ )|θF )，y i|θL ) + Ω (θΩ ) （1）
其中：Ψ ( ⋅ ) =∑

i = 1

n

θΨi。h i为多粒度特征抽取与融合函数，表示从

原始数据中提取不同粒度时序结构特征，并将其进行融合；θΨi
表示第 i个粒度特征的模型参数，h i表示第 i个粒度的特征表
示；F ( ⋅ ) = fD (H i|θF )为含油性判别函数，表示将融合后特征映
射为预测结果，fD ( ⋅ )为全连接神经网络分类器，H i是融合后的

特征，θF = (WD，bD )为模型参数。L (y i，y i|θt )为损失函数，表示

所提出模型预测结果与真实测井标记的损失代价，y i表示对含

油性的真实标记，y
i
为模型预测后的结果，θL = (WL，bL )为模型

参数。Ω ( ⋅ )为正则化项，表示对提出模型的正则项约束。
(θΨ，θF，θL，θΩ )为以上目标函数中所涉及的待优化模型参数。

3 算法设计

本文针对原始地震道数据中含油性检测问题，提出了一
种基于多粒度时序结构表示的异常检测算法。该方法主要包
括以下两个部分：1）多粒度时序结构特征抽取模块；2）基于多
粒度时序结构特征融合与判别模块。

本文算法总体流程如图 2所示：首先，多粒度时序结构提
取模块在叠后地震资料中取出单个地震道数据，并对该道数
据进行长序列划分。针对得到的长序列数据进行趋势性结
构、周期性结构和局部性结构提取并形成多个粒度的独立特
征。其次，在特征融合与判别模块将针对多个已取得的独立
特征进行融合，进而在融合特征基础上进行异常判别。

图1 原始地震道数据片段

Fig. 1 Fragment of raw seismic trace data

图2 本文算法总体流程

Fig. 2 Overall flow of the proposed algorithm
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3. 1 多粒度时序结构特征抽取模块

原始地震道数据是通过地震波进行采集的，其内部的时

序性可从三个不同的时序粒度进行刻画。三个时序粒度分别

是指地震道数据内长时序呈现出的趋势性、中时序呈现的周

期性以及局部关键点周围具有的局部性特征。通过以上三个

粒度可从全局至中观、再到局部以不同层次对原始地震资料

中的潜在特征进行学习和表示，进而表达出地震道数据内部

存在的时序结构。具体而言过程如下。

1）趋势性结构特征。针对地下岩层存在复杂结构的特

点，单个地震道数据 x i隐式地包含了地质岩层渐变的规律和

特点。例如不同岩性的岩层从地质结构上往往呈现出一定潜

在渐变过程。因此首先将单个地震道数据和岩性标记切分多

个长时间序列 x i = { x it1，x it2，⋯，x itn}作为训练样本，以捕捉给

定区域呈现的趋势性特点。将其通过趋势性结构特征模型

（Trend-LSTM，T-LSTM）进行训练，可得到该粒度下的特征表

示 h itk ∈ Rn 以及 T-LSTM模型参数。给定单个地震道样本

(x i，y i )，特征提取过程如式（2）：

h itk = fT (x itk，W t，b t ) （2）
其中：fT (·)表示 T-LSTM模型计算函数，x itk表示第 i个地震道

数据中第 tk个长序列，Wt和 bt表示T-LSTM的参数。

T-LSTM采用经典BiLSTM作为编码器产生隐含层的编码

表示。后续两个粒度的时序结构提取模型与该处一致。

2）周期性结构特征。由于地震波在传输过程中受波长

和特定地层结构等物理因素影响，所以本文在得到单个地震

道数据长序列片段 x itk基础上，进一步结合所给定区域地质特

性，将已得到的趋势性长序列进一步划分为中序列，用以捕获

中观特性。即 x itk = { }x(1)itk ∪ x(2)itk，⋯，∪ x(m )itk
，其中m为该长序列

片段中依据波长周期等特性进行划分后的中时序个数。通过

将其输入至周期性结构特征模型（Period-LSTM，P-LSTM）进行

训练，将第 q个中时序的地震道子序列形成独立特征表示。

通过式（3）可获得第 q个中时序的特征表示 h(q )ip ∈ Rn。其中，

fP ( ⋅ )表示 P-LSTM模型计算函数，Wp和 bp表示 P-LSTM模型参

数。在得到中时序每个特定波长表示 h(q )ip 基础上将其进行拼

接，即可得到给定长序列的周期性结构特征h(q )ip ∈ Rn。

h(q )ipk = fP (x(q )itk，Wp，bp ) （3）
3）局部性结构特征。为进一步捕捉地质结构中岩层局

部存在的差异性，本文在考虑趋势性（长时序）和周期性（中时

序）基础上，对单个地震道特定波长内关键局部点序列进行开

窗提取，用以获得局部性特征。即通过局部性结构特征模型

（Local-LSTM，L-LSTM）对局部结构进行学习，得到局部关键

点时序结构的独立特征表示 h il ∈ Rn。具体而言，首先从给定

中时序中选择中心点进行局部子序列开窗提取，构成 L qitk集

合。其次，将该集合通过L-LSTM模型进行训练，通过式（4）提

取含有局部结构的隐含特征表示：

h(q )il = fL (L (q )itk，W l，b l ) （4）
其中：fL ( ⋅ )表示 L-LSTM的计算函数，Wl和 bl表示 L-LSTM模

型参数。在得到每一个局部表示 h(q )il 基础上，将其进行拼接，

即可得到给定长序列的局部性结构特征h il ∈ Rn。

3. 2 多粒度时序结构特征融合与判别模块

在获得多个粒度独立特征后，本文进一步对不同粒度的

特征进行自动化融合，即对给定地震道长时序包含的趋势性、

周期性和局部性三种不同粒度的结构特征进行融合，形成多

粒度时序结构特征Hi，本文采用的融合方法如式（5）。其中，

W t、W p和W l分别表示了趋势性结构特征h it、周期性结构特征

h ip和局部性结构特征 h il的融合参数。在训练阶段，本文采用

端 到 端 的 方 式 进 行 联 合 训 练 ，即 模 型 中 的 参 数 θΩ =
(W t，W p，W l )在初始化后，通过误差回传的方式进行端到端参

数学习。

Hi = Ψ (h it，h ip，h il|θΩ ) = W t ∘ h it + W p ∘ h ip + W l ∘ h il（5）
为了进一步利用已勘测井段监督信息对多粒度特征存在

的代价敏感问题进行处理，本文设计了对融合后的特征采用

代价敏感的全连接分类器进行学习，其要求分类后的样本与

原样本含油性标记保持一致性的基础上，考虑到假阳性样本

和假阴性样本代价敏感影响。式（6）表示将融合后的多粒度

特征通过全连接分类器进行含油性判别：

Y i = F (H i|θΩ ) = fD (H i，WD，bD ) （6）
3. 3 算法模型参数优化和损失函数

本文算法模型参数和损失分别可从两个阶段进行分析：

第一个阶段是提取时序结构时模型涉及的参数和损失；第二

阶段是融合各独立特征和对该特性进行含油性检测判别时模

型参数和损失。在本文算法训练过程，采用了随机梯度下降

的方法进行参数优化，具体由以下两个部分组成：

1）多粒度时序结构融合参数和损失。在多粒度时序结

构提取阶段，模型参数涉及包括 3个部分：分别是趋势性结构

模型参数、周期性结构模型参数和局部性结构模型参数。其

中，fT ( ⋅ )、、fP ( ⋅ )和 fL ( ⋅ )分别表示 3个粒度特征提取模型。

(W t，b t，Wp，bp，W l，b l )分别表示该阶段待优化的模型参数。

2）基于多粒度融合表示代价敏感参数和损失。获得多

粒度融合特征后，将其输入基于代价敏感的全连接分类器进

行判别模型，W表示该阶段待优化的模型参数，fD ( ⋅ )表示含

油性预测模型。为了有效地区分有油和无油样本，本文算法

将损失函数建模为有监督异常检测模型。因此，损失函数在

设计时加大了对假阳性样本和假阴性样本错误计算造成的损

失，该基于代价敏感型损失函数如式（7）：

L ( Y i，Yi，C ) = Yi*(c1* log ( Y i ) + c2* log (1 - Y i ) +
(1 - Yi )*(c3* log (1 - Y i ) + c4* log ( Y i )) （7）

其中C = (c1，c2，c3，c4 )为代价敏感向量，本文代价敏感向量由

物探领域专家结合江苏油田实际地质特性进行研判并作为模

型先验领域知识。

4 实验与结果分析

本章将本文算法在江苏油田实际地震资料上进行了

验证。

4. 1 数据集描述

为进一步验证本文所提出算法在真实地震资料上的预测

结果，本次实验在江苏油田实际地震资料数据集上进行实验。

由于江苏地区油田分布的自然局限性，导致钻井数据本身稀

少。本次实验数据集以真永联三维地震资料为基础，该区域

位于苏北盆地高邮凹陷深凹带。目前该区已发现真武、许庄、

曹庄、肖刘庄和永安等多个油气田，成藏条件较为有利，是江

苏油田主要产油区。该工区共拥有地震道数据 221 121条，经
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过实际测井验证，共有 81条含测井标记的地震道数据，其中

含油性地震道数据为 20条。经预处理后，实验得到该工区地

震道数据中含标记信息 480个时序点，其中含油标记点共有

31个（单个地震道可存在多个含油性标记点），有监督的信息

总量占比较少且类别不平衡。

4. 2 对比方法

在实验方法对比方面，本文算法将分别与以下两类算法

进行对比：

1）与油气检测领域所采用的机器学习算法对比。主要

包括：神经网络（BackPropagation，BP）算法［20］、支持向量机

（Support Vector Machine，SVM）算 法［22］、卷 积 神 经 网 络

（Convolutional Neural Network，CNN）算法［28］和LSTM算法［30］。
2）与机器学习领域经典浅层和深度算法进行比对实验，

其中浅层算法包括 k最近邻（k-Nearest Neighbor，kNN），深度

算法包括门控循环单元（Gated Recurrent Unit，GRU）网络和

循环神经网络（Recurrent Neural Network，RNN）算法。

从以上两个方面进行对比，方法选择一方面因为是物探

领域研究团队在探索机器学习技术时较常用的经典方法；另

一方面，也是进一步在真实地震资料上验证和探索本文所提

出算法与其他经典机器学习方法在性能上的差异性。此外，

关于比对算法的超参数设置，本文在实验时对江苏油田永真

联地震资料进行了验证集划分，通过其在验证集上的性能比

较，选择了最佳超参数进行设置并开展后续实验与评估。

4. 3 实验设置

本文所采用的单道地震波数据共包含 6 000个振幅值，形

式如图 3所示。其中左侧为靠近地面的地震波数据，右侧是

远离地面的地震波数据。经分析可发现，左侧振幅值的疏密

程度高于右侧，主要原因是地震波自地面往地下传导的过程

中存在着衰减。根据对江苏油田真永联区域总共包含 81条
含油标记地震波数据的分析，其中含油数据 20条，无油数据

61条。同时，油层分布较薄，最小出现的含油标记点位置为

2 041，最大的含油标记点位置为 2 545，除 2 545点外含油点位

于 1 500~2 500。为有效地学习出其中特征，结合物探领域专

家建议，本次实验的趋势序列、周期序列和局部序列之间的特

征分别按如下规则取出数据：

1）趋势性序列划分：重点针对 1 000~4 000的振幅值进行

划分。

2）周期性序列划分：重点针对 1 500~3 000的振幅值进行

划分。

3）局部性序列划分：重点针对 2 000~2 500的振幅值进行

划分。

本次实验评价主要采用以下四个评价指标：

1）召回率（Recall）表示预测正确的含油性地震道数据与

实际地震资料中所有含油性地震道数据的比率，依据真阳性

（True Positive，TP）、假阳性（False Positive，FP）、真阴性

（True Negative，TN）、假阴性（False Negative，FN）进行计算，

过程如式（8）所示：

Recall = TP
TP + FN （8）

2）准确率（Accuracy）表示预测正确的含油性地震道数据

与预测出所有含油性地震道数据的比率，计算过程如（9）：

Accuracy = TP + TN
TP + FP + FN + TN （9）

3）ROC（Receiver Operating Characteristic）曲线下方的面

积（Area Under Curve，AUC）大小表示对预测算法的曲线下面

积，AUC值越大的分类器，正确率越高。

4）收敛性表示判断所提出算法和其他对比方法在永真联

三维地震资料中进行训练是否可经过多步迭代之后趋于某一

固定值。

4. 4 实验结果与分析

本次实验结果从四个方面对本文算法进行评价。其中本

文算法与对比算法（含加上不平衡代价设计）的召回率、准确

率和AUC分别如表2和表3所示，收敛性分析如图4所示。

1）召回率分析。表 2结果表明：在经典非时序类算法模

型大多过拟合于无油，无法识别出有油的样本，导致召回率较

低。其中 kNN、BP与CNN将测试集中所有的有油数据预测为

无油，SVM识别出少量的含油数据。基于时序的算法RNN，
GRU和 LSTM在性能上明显高于其他经典算法，表明捕捉数

据内部时序的重要性。本文提出的算法能够捕捉多粒度的特

征，在召回率上取得了最佳性能，且优于对比算法的平均性能

（平均性能召回率为 0. 36）。表 3结果表明：将不平衡代价损

失引入到经典深度模型中，召回率相较之前有所提升。

2）准确率分析。表 2结果表明：本文方法准确率优于所

对比算法的平均性能（平均性能准确率为 0. 48），但未取得最

佳性能。经分析，由于无油数据在数据集中占据大多数的比

例（类别不平衡），除本文方法之外其他对比模型大多将测试

样本直接预测为无油，所以使得本文方法的预测准确率低于

图3 单道地震道可视化振幅

Fig. 3 Visualized amplitude of single seismic trace

表2 不同算法的召回率、、精度和AUC结果对比

Tab. 2 Comparison of different algorithms on
Recall，Precision and AUC

分类

基于浅层的算法

基于深度的算法

算法

kNN
BP
SVM
RNN
LSTM
GRU
CNN
本文算法

（去代价敏感）

本文算法

召回率

0. 00
0. 00
0. 25
0. 83
0. 83
0. 65
0. 00
0. 50
1. 00

准确率

0. 65
0. 71
0. 76
0. 25
0. 25
0. 00
0. 76
0. 82

0. 59

AUC
0. 42
0. 59
0. 46
0. 63
0. 63
0. 42
0. 50
0. 71
0. 73

表3 不同算法代价敏感性能对比结果

Tab. 3 Comparison results of cost-sensitive performance of
different algorithms

分类

RNN+代价敏感

LSTM+代价敏感

GRU+代价敏感

本文算法

召回率

0. 25
1. 00
1. 00
1. 00

准确率

0. 52
0. 23
0. 23
0. 59

AUC
0. 43
0. 50
0. 50
0. 73
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部分经典方法。表 3结果表明：将不平衡代价损失引入到经

典深度模型中，准确率相较之前稍有下降。

3）AUC分析。表 2结果表明：本文算法在AUC指标上获

得了最佳性能，相对于第二名RNN和LSTM算法，得到了 10%
提高。此外，本文提出的算法优于平均性能（平均性能AUC
为 0. 52）。表 3结果表明：将不平衡代价损失引入到经典深度

模型中，虽然召回率有所提高，但AUC结果并未发现有所提

升。因此，未发现引入代价敏感策略对于原有经典深度学习

方法性能有本质提升。

4）收敛性分析。本文提出算法和所对比的 4类深度学习

算法收敛性结果如图 4所示，从收敛性结果上而言，本文算法

和对比方法能够在给定地震资料上逐渐降低训练损失。同

时，根据收敛性结果进一步对比了本文方法与 LSTM和GRU
算法的训练耗时，本文方法耗时约是其三倍。由于本文算法

采用 3个BiLSTM作为特征提取器，耗时与单个算法模型训练

耗时基本保持线性增加关系。

5 结语

对地下储层含油性勘测是石油勘探领域热点研究方向之

一。本文针对地下储层含油性检测问题进行了探索，提出了

一种基于多粒度时序结构表示的异常检测算法。该方法首先

对于单个地震道数据提取多粒度时序结构并形成独立特征；

其次，在提取多个粒度时序结构基础上进行特征融合，形成对

地震道数据的综合表示；最后，通过对融合后特征进行联合训

练与判别，得到对于该地震数据含油性检测结果。本文算法

在苏北盆地高邮凹陷深凹带实际地震资料上进行了实验仿

真，实验结果表明：本文算法相对比传统机器学习方法能够更

有效地进行储层含油性预测。

地下岩层随着深度和广度的不断增加，其地质结构也随

之存在潜在变化，如何更加有效地捕捉地震道数据内和数据

之间存在的潜在分布变化或概念漂移现象，并将其特征融入

含油性判别任务中是值得进一步探索的研究内容。
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